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요       약
 워드 임베딩(word embedding)은 정보검색이나 기계학습에서 단어를 표현하기 위하여 사용되던 기존의 

one-hot 벡터 방식의 희소공간 및 단어들 간의 관계정보를 유지할 수 없는 문제를 해결하기 위한 방법

이다. 워드 임베딩의 한 방법으로 word2vec은 최근 빠른 학습시간과 높은 효과를 얻을 수 있는 모델로 

주목을 받고 있다. word2vec은 수행 시 주어지는 옵션인 벡터차원과 문맥크기에 의해 그 결과 품질이 

상이하다. Mikolov는 구글 뉴스 문헌 집합에 대하여 word2vec을 실험하고, 적합한 옵션을 제시하였다. 
본 논문에서는 구글 뉴스 문헌 같은 일반 문서가 아닌 생의학 분야에 특화된 문헌에 대하여 word2vec
에 대한 다양한 옵션을 실험하고, 생의학 문헌에 적합한 최적의 조건을 분석한다.

1. 서론

   자연어 처리 분야에서 가장 기반이 되는 단어에 대한 

처리를 위해, 개별 단어에 고유 식별자를 부여하는 one 

hot 벡터방식은 과도한 희소공간 문제와 더불어 단어들 

간에 존재할 수 있는 관계 정보를 제공할 수 없다. 예를 

들어, 'king'과 ‘queen'은 유사한 정보를 많이 공유하고 있

음에도 불구하고, one hot 벡터방식을 사용하여 ‘king'에 

관한 데이터를 학습한 결과는 ’queen'에 관한 데이터를 처

리할 때 활용할 수 없다.

   이러한 문제점을 해결하기 위하여, 유사한 단어들이 유

사한 벡터를 갖도록 저차원 공간내의 실수 벡터로 표현하

고자 하는 워드 임베딩(word embedding)과 관련한 여러 

연구들이 수행되었으며, 최근에 빠른 학습시간과 단순한 

방법임에도 큰 효과를 얻을 수 있는 word2vec 모델이 각

광을 받고 있다.

(그림 1) CBOW와 Skip-gram 모델 구조

   word2vec은 (그림 1)처럼 2가지 모델을 제시한다. 

CBOW(Continuous Bag-of-Words)는 주변 문맥을 기반

으로 현재 단어를 예측하는 모델이며, 주변 단어들의 순서

가 프로젝션에 영향을 주지 않으므로 Bag-of-Words 모

델이라 불리운다. Skip-gram은 현재 단어가 주어지면 주

변 단어를 예측하는 모델이다.

   CBOW, Skip-gram 모델 모두 학습을 수행할 때, 주변 

단어들의 문맥의 크기와 전체 벡터 공간의 규모를 사용자

가 지정하게 되며, 이러한 옵션들에 따라 추출된 단어 벡

터들의 품질이 변화한다.

   Mikolov는 word2vec 대한 실험에서 구글 뉴스 문헌을 

사용하였고, 100부터 1000까지 여러 차원을 사용하여 결과 

벡터의 품질을 검증하였다. 일반적으로 벡터 차원이 클 수

록 더 좋은 품질을 보여주지만 항상 그렇지는 않다[1]. 주

변 문맥의 크기는 CBOW에 대하여 5개, Skip-gram에 대

해서 10개를 권장하고 있다.

   본 논문은 word2vec을 생의학 문헌에 적용할 때, 적합

한 주변 문맥의 크기 및 벡터 차원에 대한 옵션을 실험을 

통해 살펴보고자 한다.

2. 생의학 문헌에 대한 워드 임베딩 추출

   워드 임베딩을 추출하기 위해 생의학 분야 문헌 데이

터베이스인 PubMED를 대상으로 선정하였다. 1950년부터 

2015년까지 25,610,879 문서에 대해 초록을 포함하는 서지

정보를 수집하였고, 이 중 초록이 있는 17,266,393개의 문

서를 최종 실험 대상으로 하였다.

   전체 문서에서 출현한 단어의 전체 빈도수는 

2,566,856,725 이었고, 1회 이상 출현한 실제 단어수는 

2,905,410개였다. word2vec에서는 이 중 5회 이상 출현한 

1,044,833개의 단어만 대상으로 단어 벡터에 대한 계산을 

수행한다. 
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옵션 벡터 차원 주변 문맥 크기 시간(sec)

s50.w05 50 5 8,148

s100.w05 100 5 12,433

s200.w10 200 10 23,312

s300.w10 300 10 38,636

s300.w20 300 20 63,444

s500.w08 500 8 43,677

<표 1> 옵션별 수행시간

   word2vec을 이용하여 단어에 대한 벡터표현을 추출할 

때, 여러 가지 옵션을 사용할 수 있다. <표 2>는 옵션별 

수행시간을 보여준다. ‘옵션’ 컬럼의 s는 벡터차원을 나타

내고 w는 주변 문맥 크기를 나타낸다. 예를 들어, 

s100.w05는 벡터차원은 100으로, 주변 문맥 크기는 5로 

설정한 옵션을 말한다.

   <표 1>은 벡터차원과 주변 문맥 크기에 따라 실행시

간이 증가함을 보여준다. 적은 수행시간과 함께 높은 성능

을 유지할 수 있는 적절한 벡터차원과 주변 문맥 크기를 

실험을 통해 알아본다.

3. 워드 임베딩 옵션 평가

   벡터차원과 주변문맥에 대한 6가지 옵션을 이용하여 

추출된 각 단어 벡터들에 대하여, 옵션별 품질을 측정하기 

위하여 전치사, 관사, 대명사 등의 불용어를 제외한 최상

위 출현빈도 상위 100개 단어를 선정하였다.

words rank #1 rank #2 rank #3

cells
cell

(0.768)
lymphocytes

(0.734)
fibroblasts
(0.676)

patients children
(0.724)

outpatients
(0.724)

subjects
(0.720)

protein
proteins
(0.751)

polypeptide
(0.647)

peptide
(0.630)

treatment
therapy
(0.814)

treatments
(0.675)

treating
(0.667)

expression overexpression
(0.740)

upregulation
(0.647)

expressions
(0.642)

<표 2> 코사인 유사도를 이용한 상위 유사 3단어

    각 옵션별 단어벡터들로부터 최상위 출현빈도 100개

의 단어에 대하여 코사인 유사도가 높은 5개의 단어를 추

출하였다. <표 2>는 6가지 옵션 중 s200.w10에 의해 추

출된 결과로 부터, 최상위 출현빈도 상위 5개의 단어에 대

하여 가장 유사도가 높은 3개의 단어를 보여 준다. 괄호안

의 수치는 코사인 유사도 값이다.

   옵션별로 추출된 단어벡터들은 서로 상이하므로, 최상

위 출현빈도 상위 100개 단어에 대하여 유사하다고 판단

되는 5개의 단어들에도 서로 다른 집합을 갖게 된다. 6개

의 옵션 중에서 어떤 옵션이 다른 옵션들과 비교하여 가

장 포괄적인지를 판별하기 위하여, 자신과 다른 옵션들로 

부터 추출된 단어 집합들을 서로 비교하였다.

     <표 3>은 각 옵션별로 추출된 데이터 집합을 비교

한 결과이다. 옵션별로 교차하는 셀의 각 수치는 두 옵션

에서 추출된 단어집합에 대한 불일치 정도이다. 최상의 출

현빈도 100개의 단어에 대하여 각 옵션에서 가장 유사한 

5개의 단어를 추천하게 되므로, 옵션 당 500개의 단어를 

서로 비교하여 불일치 정도를 계산한다. 이 값이 0이면 모

두 일치함을 의미하고, 0.5면 50%만 일치함을 의미한다. 

s50.w05 s100.w05 s200.w10 s300.w10 s300.w20 s500.w08

s50.w05 - 0.352 0.428 0.454 0.482 0.454

s100.w05 0.352 - 0.232 0.29 0.358 0.290

s200.w10 0.428 0.232 - 0.142 0.194 0.148

s300.w10 0.454 0.290 0.142 - 0.182 0.102

s300.w20 0.482 0.358 0.194 0.182 - 0.198

s500.w08 0.454 0.290 0.148 0.102 0.198 -

합 계 0.434 0.304 0.228 0.234 0.282 0.238

<표 3> 옵션별 최상위 5개 단어 비교

   예를 들어, s50.w05행과 s100.w05열이 교차하는 셀의 

수치 0.352는 s50.w05에서 선정한 500개의 단어후보와 

s100.w05의 500개의 단어 사이에 324개가 일치하였음을 

의미한다. 마지막 행의 “합계”는 이 불일치 정도를 모두 

합한 뒤 평균을 낸 수치이다.

  이 실험에서 s200.w10이 가장 좋은 값을 보여주었고, 

그 다음은 s300.w10이었다. s300.w10보다 s300.w20이 더 

좋지 않은 결과를 보여줌은 흥미롭다. 주변 문맥의 더 크

다고 해서 더 좋은 결과를 나타내지 않음을 보여준다.

  s200.w10의 수행시간은 s300.w10의 60%정도에 불과함

에 불구하고, 더 좋은 결과를 보여준다. 이에 생의학 문헌

에 대한 워드 임베딩을 수행할 때, 벡터차원은 200으로 주

변 문맥 크기는 10으로 설정하는 방식이 본 실험을 통해 

적합한 옵션으로 나타났다.

4. 향후연구

   본 논문에서는 생의학 문헌으로부터 워드 임베딩을 추

출을 위해 사용되는 옵션들을 실험을 통해 비교하여 최적

의 옵션을 발견하였다. 이 실험은 각 옵션에 의해 추출된 

단어들이 적합하다는 가정 하에 기계적인 상호 비교를 수

행하였지만, 실제 활용을 위해서는 추출된 단어들에 대한 

품질 검증 및 skip-gram을 이용한 결과비교가 필요하다.

   향후 생의학 전문가들에 의해 이 단어들에 대한 수작

업 검증을 수행하여 워드 임베딩을 통하여 추출된 단어들

에 대한 시맨틱 검증을 수행하고, 생의학 문헌에 대한 지

식 추출을 위한 기반 지식으로 활용할 예정이다.
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