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요       약
  본 논문에서는 상인식을 한 딥 러닝에서 사용되는 매개변수 최 화 방법을 제안한다. 학습 성능

에 향을 미치는 매개변수  이미지 배치 사이즈 값, 기 학습율, 최  학습 반복 횟수에 해 상

호간의 계를 분석하고 성능을 개선시키기 해 값을 최 화하는 방법을 연구한다. 제안된 방법을 통

한 개선 정도를 분석하기 해 매개변수의 변화에 따른 학습 소요 시간, 정확도 향상 추이, 메모리 사

용량의 변화를 측정한다. 측정된 학습 소요 시간, 정확도 향상 추이, 메모리 사용량의 변화를 분석한 

결과 배치 사이즈와 기 학습 율은 같은 비율로 반비례하게 값을 용할 때가 이상  이 으며 서로 

다른 환경에서 각각의 학습 소요시간을 측정하는 것으로 배치 사이즈 값과 기 학습 율에 따른 최

의 최  학습 반복 횟수를 획득할 수 있었다.

1. 서론

   최근 상 인식을 해 다양한 방법의 딥 러닝 기술이 

용되고 있다. CNN(Convolutional Neural Network)은 

재 상 인식 분야 딥 러닝에서 높은 성과를 보이는 구

조들이 부분 채택하고 있는 기본 인 학습 형태이다. 

CNN을 기반으로 많은 변형구조가 제안되고 있는데 

Ciresan[1] 등은 Multi-column 개념을 딥 러닝 CNN구조

에 용하 으며 Krizhevsky[2] 등은 두 개의 GPU를 동

시에 사용하여 각각 CNN을 동작하게 하는 것으로 빠르고 

더 정확한 학습을 가능하도록 하 다. 한 최근 Google

은 Bhaskara[3] 등이 제안한 원리에 착안하여 크기가 서

로 다른 3∼4개의 Convolutional mask를 상에 용한 

후 9개의 모듈에 통과시켜 결과를 조합하는 방법으로 학

습 성능을 크게 향상시킨 GoogLeNet을 발표하 다. 

  [1]∼[3]에서는 CNN의 성능을 향상시키기 해 구조를 

개선한 것과 달리 본 논문에서는 CNN의 결과에 향을 

미치는 매개 변수들에 해 연구하고자 한다. Denil[4]등

이 매개변수의 값을 상하기 한 시도를 하 지만 부

분 가 치를 심으로 연구되었다. 가 치 이외에도 상

인식을 한 CNN구조에는 반드시 공통 으로 사용되는 

매개변수들이 존재한다. 그들 에서 학습 성능에 가장 크

게 향을 끼치는 매개변수들인 기 학습율(base 

learning rate), 이미지 배치 사이즈(image batch size), 최

 학습 반복 횟수(max iteration) 에 해 실험하고 연구

한다. 각각의 매개변수 값들을 변경하면서 CNN에 반 한 

후 하나의 매개변수가 변경될 때 다른 매개변수들은 어떤 

방식으로 다시 계산되어질 필요가 있는지 상 계를 분

석한다. 제안한 방법으로 분석한 결과 매개변수들의 상

계를 정확히 알 수 있었고 상황에 따라 최 에 가까운 

값을 유추할 수 있었다.

2. 매개변수들의 상 계 분석  최 화 방법

  본 논문에서는 매개 변수들 간의 상 계를 분석하고 

상황에 맞는 최 의 매개변수 값을 찾는 방법을 연구하기 

해 <표 1>과 같이 매개변수들을 설정하고 실험한다. 실

험을 통해 각각의 경우의 수에 따른 학습에 걸리는 소요

시간, 학습의 정확도의 변화 추이를 모두 악한다. 특정 

경우의 수를 기 으로 매개 변수의 값을 가감하 을 때 

발생하는 효과를 그래  등으로 제시  비교하여 어떤 

경우의 수에서 최 의 학습 성능을 나타내는지 분석한다. 

제안된 모든 실험은 (그림 1)과 같이 Yann이 제안한 

CNN구조의 LeNet[5]에서 이루어진다.

(그림 1) LeNet의 구조
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(그림 3) 학습 횟수 100회에 소요되는 평균 시간
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(그림 2) <표 1>에 제시된 모든 매개변수 

설정 값들에 한 학습 정확도

 

<표 1> 실험에 사용된 매개변수 설정 값

배치

사이즈

(학습)

배치

사이즈

(테스트)

기 학습율

( )

최

반복횟수

CASE1 64 128 0.01 1000

CASE2 32 64 0.01 1000

CASE3 128 256 0.01 1000

CASE4 64 128 0.04 1000

CASE5 64 128 0.001 1000

CASE6 32 64 0.02 1000

CASE7 64 128 0.0025 1000

CASE8 64 128 0.1 1000

CASE9 32 64 0.005 1000

  

  <표 1>에 제시한 9가지의 매개변수 설정 값들은 배치

사이즈만을 변수로 하 을 때 결과에 미치는 향, 기 

학습율만을 변수로 하 을 때 결과에 미치는 향, 두 매

개변수를 동시에 변경하 을 때 결과에 미치는 향을 분

석하기 해 구성하 다. 자세한 분석내용은 3.실험 결과 

 분석에서 설명한다.

  실험을 진행하기 해서는 학습이 진행될 때마다 학습 

율을 감소시키는 방법에 한 논의가 필요하다. 본 실험에 

사용되는 MNIST(Mixed National Institute of Standards 

and Technology database)[5] 데이터 셋은 60,000개의 학

습데이터와 10,000개의 테스트 데이터로 이루어져 있어 학

습율의 변화를 모든 세트에 해 계산하여 반 하는 것 

신 학습이 반복될 때 마다 임의로 선택된 몇 개의 샘

들에 해서만 변화율을 계산해서 다음 가 치에 반 하

는 Stochastic Gradient Descent(SGD)[6] 방식을 사용한

다. 식(1)은 학습이 반복될 때마다 학습율이 감소하는 정

도를 나타낸 식이다.

    ×  ×  
 

 (1)  

  와 는 각각 다음 세 의 학습율과 재 

세 의 학습율을 의미하고 는 재까지 

진행된 학습 반복 횟수를 의미한다. 감마()값으로 0.001

을 사용하고 power값으로 0.75를 사용하여 (식 1)을 통해 

다음 세 에 사용할 학습율을 계산하게 된다. 

  실험 결과의 신뢰성을 해 배치 사이즈, 기 학습 율

을 제외한 매개변수와 식은 고정 값으로 실험이 진행되는 

동안 일  변경되지 않는다.

3. 실험 결과  분석

  (그림 2)를 통해 <표 1>에 제시된 설정 값들에 한 학

습 정확도의 변화 값을 나타내었다. 최  1000회의 학습이 

반복될 때까지 100회의 학습마다 측정된 학습 정확도의 

값은 9가지의 CASE마다 모두 다른 것으로 나타났다. 주

목할만한 으로 CASE6과 같은 배치 사이즈 값이 다른 

CASE들에 비해 상 으로 작고 기 학습 율이 다른 

CASE보다 큰 경우가 학습될 때 200회 이상의 학습 시

에서는 학습 정확도가 10%의 오차로 계속 진동하는 모습

을 확인할 수 있다. 즉 200회 이상의 시 부터는 높은 

기 학습 율로 인한 오버피 (Overfitting) 상이 나타난다

고 추측할 수 있다. 반 로 CASE5, CASE7, CASE9의 경

우 기 학습율이 다른 CASE와 비교하여 상당히 낮은 

경우이다. 이들의 경우에는 다른 CASE에 비해 느리게 학

습 정확도 수치가 올라가고 있다. 하지만 CASE5를 제외

하면 1,000회의 학습이 이루어진 시 에서는 모두 0.95의 

높은 학습율을 나타내었고 CASE5 한 900∼1000회의 

시 부터는 가 른 학습 정확도 상승을 보여주었다. 하지

만 CASE8의 경우처럼 다른 CASE들보다 기 학습 율이 

10배 이상 크다면  학습이 진행이 되지 않고 학습 정

확도가 0.1미만에 머무는 것을 확인할 수 있다.
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(그림 6) 기 학습율과 배치사이즈가 동시에 

변경될 때의 학습 횟수 별 테스트 정확도

  다음으로 <표 1>의 설정 값들에 해 최  1,000번의 

학습이 진행되는 동안 100번의 학습이 진행되는데 걸리는  

평균 소요 시간을 (그림 3)에 나타내었다. CASE1, 

CASE2, CASE3의 매개변수 값을 비교해보면 기 학습 

율과 최  반복 횟수는 고정하고 배치 사이즈 값을 

CASE1에 기 하여 CASE2, CASE3에 각각 1/2배, 2배를 

용하 다. 결과 으로 소요시간은 배치 사이즈 크기에 

선형 으로 비례하여 증가하거나 감소하 다. 즉, 매 학습 

마다 임의로 선택되어 사용되는 상의 개수를 뜻하는 배

치 사이즈 개수가 증가하면 그 만큼 체 학습 소요시간

도 선형 으로 증가하는 것을 알 수 있다. 단, 배치 사이

즈를 고정하고 학습율만을 변경시켰을 때는 주목할 만한 

소요시간 변화는 나타나지 않았다.

  다음으로 배치 사이즈의 변화가 테스트 정확도에 미치

는 향을 확인해 보았다. (그림 4)는 CASE1,2,3에 해 

학습이 진행되면서 보이는 테스트 정확도에 한 발  과

정을 보여 다. 표면 으로는 CASE1에서 가장 빠르게 테

스트 정확도가 향상되며 한계 값에 다다르는 것으로 보인

다. 하지만 (그림 3)의 100번의 학습 반복에 소요되는 시

간  비용을 고려해야한다. 테스트 정확도의 최종 한계 값

으로 보이는 0.95근처의 값에 도달하는 시간이 CASE1이 

CASE2보다 2배 이상 걸린다는 이다. 배치사이즈가 더 

큰 CASE3의 경우에는 CASE1보다 2배의 소요시간이 소

요된다. 단, (그림 4)의 CASE1,2 곡선에서 확인할 수 있

는 것은 배치사이즈가 큰 CASE1의 경우 단  반복 횟수 

당 증가하는 테스트 정확도는 분명 높아지다는 이다. 만

일 학습 소요시간을 충분히 일 수 있는 하드웨어 환경

을 갖출 수 있다면 배치 사이즈를 늘려 작은 학습 반복으

로도 한계 테스트 정확도에 다다를 수 있도록 하는 것이 

좋다. 한 최  학습 반복 횟수를 1000으로 고정시켜 놓

았으므로 어느 지 에서 테스트 정확도가 한계 에 도달

하는지 확인할 수 있다. 배치 사이즈가 달라지더라도 모두 

400회의 학습 반복이 이루어졌을 때 테스트 정확도 한계 

에 도달하는 것을 확인할 수 있다. 

  다음으로 (그림 5)에서는 기 학습 율에만 변화를 주었

을 때 테스트 정확도의 변화 추이를 살펴볼 수 있다. 먼  

CASE5의 경우에는 다른 CASE들 보다 월등히 기 학습 

율이 낮은 경우이다. 이 경우 다른 CASE와 비교해서 

반 이하의 테스트 정확도를 보여주고 있다. CASE8은 

기 학습 율이 지나치게 큰 계로  학습이 진행되지 

않는 모습이다. 이와 같은 상은 (그림 2)에서 학습 정확

도를 확인할 때도 나타난 증상이다. 나머지 CASE1, 

CASE4, CASE7을 비교해 보면 최종 테스트 정확도의 한

계 은 략 유사하나 한계 에 다다르는데 필요한 학습 

반복 횟수가 CASE7의 경우 CASE1, CASE4에 비해 많이 

필요했다. 즉, CASE1, CASE4가 가지는 학습 율인 0.01이

나 0.04값이 최 의 값으로 보인다. CASE1 과 CASE4의 

경우 학습 반복 횟수에 소요되는 시간은 (그림 2)에서 확

인할 수 있듯이 CASE4에서 100회 반복 횟수 당 5.6 의 

시간이 더 필요하다. 따라서 시간 인 비용과 학습 반복 

횟수 당 테스트 정확도 증가율을 비교해 자신의 환경에 
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(그림 7) CASE에 따른 평균 메모리 사용량

합한 매개변수 값을 설정해야 한다.

  한 기 학습 율과 배치 사이즈 크기를 상호보완 으

로 변경하려면 값을 어떻게 바꿔야 하는지 확인해볼 수 

있다. (그림 6)은 CASE1을 기 으로 배치사이즈 값을 1/2

로 을 때 기 학습 율을 CASE6과 CASE9에 각각 2

배, 1/2배로 설정하여 학습 정확도 변화 추이를 보이고 있

다. 그래  곡선을 보면 배치 사이즈 크기를 기 인 

CASE1의 1/2배로 설정하고 기 학습 율은 CASE1의 2

배로 설정한 CASE6의 경우가 CASE1의 그래  곡선을 

거의 유사하게 따라갔다. 배치 사이즈 크기와 기 학습 

율을 모두 CASE1의 1/2로 설정한 CASE9는 학습 반복이 

400회까지 진행되는 동안 CASE1, CASE6과 비교하여 많

이 낮은 테스트 정확도를 보여주었다.

  마지막으로 (그림 7)에 매개변수들에 따른 평균 메모리 

사용량을 나타내었다. CASE1,4,5,7,8을 통해 배치 사이즈 

크기만이 메모리 사용량에 직 인 향을 주는 것을 확

인할 수 있다. CASE1 과 CASE3을 통해 배치 사이즈가 

2배 커지면 메모리 사용량은 126%만큼 커지고 CASE1 과 

CASE2를 통해 배치 사이즈가 1/2배가 되면 메모리 사용

량은 84%만큼 작아진 것을 확인할 수 있다. 따라서 만약 

규모의 딥 러닝 환경에서 메모리가 부족한 상황에 직면

한다면 배치사이즈를 여보는 것을 추천한다.

4. 결론  향후과제

  CNN구조를 가지는 상인식 딥 러닝 환경에는 유 가 

직  값을 조작해야하는 많은 매개변수들이 존재한다. 아

직도 많은 변수나 공식들이 정확히 분석되지 못한 채 일

방 으로 실험 결과 성능이 좋게 나온 다는 이유로 모두

가 획일화된 값과 공식을 사용하는 경우가 많다. 본 논문

에서는 실험을 통해 배치 사이즈와 학습율이 구체 으로 

어떤 형태로 성능에 향을 미치는지 알아보았다. 학습 성

능을 유지하면서 속도를 빠르게 하기 해선 배치 사이즈

를 이고 기 학습율은 그 비율만큼 늘이는 것이 이상

이라는 것을 여러 방식의 실험을 통해 보여 주었다. 하

지만 지나치게 기 학습율을 높이면 일정 학습 횟수 이

상부터는 테스트 정확도가 진동하거나  학습이 되지 

않는 경우도 보 다. 한 본 실험에서 사용된 LeNet에서

는 은 양의 메모리만 사용되었지만 재 시 의 하드웨

어 사양은 아무리 좋은 GPU를 사용한다 하더라도 다른 

모든 딥 러닝 구조를 원활히 빠르게 처리 하는데 한계가 

있다. 따라서 딥 러닝을 연구한다면 반드시 메모리 리 

측면도 고려해야한다. 본 논문에서는 배치 사이즈 변경으

로 메모리 사용량의 변화를 유도할 수 있는 방법을 제시

하 다. 

  앞으로의 연구 방향으로는 SGD방식[6]에서 학습이 진

행될 때 학습 율을 감소시키는 공식들에 해 연구해볼 

것이다. 상황에 따라 학습 율을 감소시켜 나가는 공식은 

여러 가지 방식이 제안된바가 있지만 어떤 과정을 통해 

성능에 향을 주는지는 정확히 알려진 바가 없다. 한 

본 논문에서는 MNIST만을 데이터 셋으로 사용하 지만 

추후의 연구에서는 CIFAR-10[7]등 다른 규모 상 데

이터 셋도 함께 사용하여 비교 실험을 진행할 것이다.
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