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본 논문에서는 AdaBoost알고리즘에서 약분류기(Weak Classifier)의 성능을 개선하기 위한  임계값 설정 방법을 제안

한다. 일반적으로 약분류기에 사용되는 임계값은 특징들의 평균값을 많이 사용하지만 이는 특징들의 분포가 고려되

지 않았기 때문에 분별력이 많이 떨어진다. 그러므로 각 특징들의 분포를 고려한 약분류기의 임계값 설정방법을 제안

한다. 이는 얼굴에 대한 간단한 학습 및 테스트를 통하여 기존 방법에 비하여 더 나은 성능을 보임을 입증한다.

키워드: 아다부스트(AdaBoost), 약분류기(Weak Classifier), 임계값(Threshold)

I. 서 론

얼굴인식, 음성인식 등 객체를 인식하기위하여 많은 연구가 진

행되고 있다. 그중에서 Freund와 Schapire가 AdaBoost알고리즘

은 여러 개의 약분류기(Weak Classifier)를 선형결합하여 성능이 

좋은 강분류기(Strong Classifier)를 생성하는 부스팅 기법 중 하

나이다[1].
AdaBoost알고리즘은 실시간에서 적용 가능하도록 Cascade 구

조를 도입하여 높은 검출 성능과 속도를 보이도록 설계되었다[2]. 
약분류기는 positive와 negative데이터의 특징값의 분포를 분석하

여 두 분포를 가장 잘 분류할 수 있는 특징을 선택하여 약분류기

를 만든다. 약분류기가 하나 만들어지면 분류하지 못한 데이터는 

분류된 데이터에 비해 데이터에 대한 가중치를 높이고 반대로 분

류가 된 데이터에 대해서는 가중치를 낮게주어 다음 약분류기를 

선택할 때에 오분류된 데이터에 대하여 집중적으로 학습할 수 있

도록 한다. 이 약분류기는 단일 임계값을 이용한 분류방법으로 

positive와 negative의 특징 분포에서 최적의 임계값을 찾는 것으

로 이것은 학습 성능에 영향을 미치게 된다. 이 두 분포를 분류하

는 임계값을 찾는 방법으로 일반적으로 평균값을 많이 이용한다. 
그러나 이 경우는 특징 공간을 너무 단순하게 해석한 경우이고, 실
제 복잡한 데이터를 분류하기 위한 임계값으로 충분하지 않다. 이
런 경우 캐스케이드의 뒷단계로 갈수록 분류 난이도가 높아지는데 

비해 분별력은 훨씬 더 약해져서 부스팅의 효과가 없을 정도가 된

다. 그렇기 때문에 특징공간을 분석하여 분별력이 좋은 임계값을 

설정하는 것은 중요한 문제이다.

본 논문에서는 각 특징의 분포를 고려하여 특징공간의 평균에 

분포에 대한 분산을 가중치로 줘서 더 정확한 임계값을 설정하고

자 한다. 이에 대한 성능을 평가하기 위하여 정면 얼굴 2000개의 

샘플과 얼굴이 포함되지 않은 비얼굴 4000개의 샘플을 훈련데이

터로 사용하고, 얼굴 500개와 비얼굴 1000개의 샘플을 테스트데

이터로 사용하였다. 제안한 방법은 훈련에 참가하지 않은 테스트

데이터를 분류함에 있어서 더 좋은 분류결과를 보였다.

II. 관련 연구

1. AdaBoost

AdaBoost알고리즘은 여러 약분류기들을 결합하여 성능이 좋은 

강분류기를 만드는 대표적인 지도학습방법중의 하나이다. 학습 과

정은 반복적인 계산으로 학습이 이루어지는데 특징선택과 관측값

에 해당하는 에러율 산출 그리고 학습데이터에 대한 가중치 수정

단계로 이루어져 있다. 학습을 반복할수록 분류 능력이 높아지는

데 이는 잘못 분류된 데이터에대한 가중치는 증가시키고 바르게 

분류된 데이터의 가중치는 감소시키는 과정을 반복하면서 좋은 분

류율을 보이는 약분류기가 결합하여 강분류기로 만들어지기 때문

이다. 
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그림 1. AdaBoost 순서도

Fig. 1. AdaBoost Flow Chart

약분류기는 다음 식1과 같이 정의된다. 

     
 

                         (1)

여기서 는 훈련데이터에 대한 j번째 특징값을 나타내는 함수

이고, 는 j번재 특징의 임계값이며, 는 부호를 결정하는 패러티

값이다. 이때에 임계값을 각 positive와 negative 집합의 평균의 

평균으로 많이 사용한다.
다음 그림 1은 Viola와 jones가 제안한 AdaBoost의 훈련과정

을 나타낸다. 약분류기는 데이터에대한 가중치를 이용하여 학습한

다. 입력받은 훈련 데이터에 대하여 잘못 분류하면 가중치를 증가

시키고 옳게 분류하면 가중치를 감소시킨다. 이때 가장 낮은 에러

율을 나타내는 특징을 약분류기로 선택한다. 하나의 특징이 선택

되면 다시 훈련 데이터를 입력으로 받아들이고 이와같은 과정을 

T번 반복하여 가중치를 변환하고 에러율이 가장 낮은 약분류기를 

반복 횟수만큼 선택한다. 이후 최종적으로 선택된 약분류기들을 

선형적인 결합으로 강분류기를 생성하는 것이다. 

2. Cascade

객체 검출 시에 수행 속도를 향상시키기 위해 그림 1과 같이 

AdaBoost 분류를 여러 단계로 만들어 적용한다. 

그림 2. Cascade 구조

Fig. 2. Cascade Structure

훈련에서의 cascade방법의 원리는 positive데이터는 그대로 유

지하면서 대부분의 negative데이터를 초기 단계에서 걸러냄으로

써 나머지 단계에서는 좀 더 복잡한 nagative데이터에 집중할 수 

있도록 한 것이고, 검출에서의 cascade는 서브윈도우에서 초기단

계에 negative로 분류를 하면 다음단계로 진행하지 않고 다음 서

브윈도우를 수행하기 때문에 검출 수행속도도 빨라진다.

III. 개선된 Weak Classifier

일반적으로 약분류기에서의 임계값은 각 특징의 분산을 고려하

지 않은 각 특징의 평균의 평균값으로 취한다. 따라서 보다 더 정

확한 임계값 설정을 위하여 각 특징의 분산을 고려한 임계값 설정

방법을 제안한다. 방법은 식 1과 같다.

 

  
                       (2)

여기서 와 는 각각 평균과 표준편차를 의미하고, p와 n은 

positive와 negative를 의미한다. 는 식 2에 의해 계산된다. 그

러나 이 수식대로 계산을 하면 먼저 특징 벡터의 평균 를 계산

하고 또다시 분산을 계산하기 위해 다시 특징을 읽어야 하므로 식 

3을 적용하여 분산을 빠르게 계산한다.

  
 
 

  

  
                             (3)

  

    
  


   

  




                   (4)

결과적으로 서로 다른 집합의 표준편차를 가중치로 사용하여 더 

정확한 분별력을 가질 수 있도록 결정경계를 만들어 주는 것이다.
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IV. 실험 결과

본 논문에서는 분류기의 성능을 실험하기 위하여 CBCL 
Frontal face database[3]에서 24x24 크기의 정면 얼굴 1000장, 
비얼굴 2000장을 훈련 데이터로 사용하였다[그림 3].

그림 3. 학습 데이터. (위: 얼굴, 아래: 비얼굴)

Fig. 3. Training Data (top: face, bottom: non-face)

Cascade 학습을 위한 각 설정값은 false positive rate = 0.5, 
Detection Rate = 0.995, 종료조건은 전체 false positive rate = 
10-7으로 설정하였다. 또한 학습을 위한 특징은 Haar-like 
Feature를 사용하였다[그림 4].

그림 4. 훈련에 사용된 Haar-like feature.

Fig. 4. Haar-like features which used in training.

훈련 결과를 확인하기 위하여 훈련에 참여하지 않은 얼굴 500
장, 비얼굴 500장으로 분류한 결과를 그림 4와 같이 ROC 커브로

나타내었다. 그림 4에서 보는바와 같이 제안한 방법이 더 높은 검

출율과 낮은 오검출율을 보이는 것을 확인할 수 있다. 

그림 5. 테스트 결과 ROC 커브

Fig. 5. ROC Curve of Test Result

V. 결 론

학습기의 분류율을 간단히 측정하기 위하여 적은 데이터를 가

지고 측정하였지만 테스트 결과 일반적으로 각 특징의 평균을 이

용한 약분류기의 임계값 보다는 특징들의 분산을 고려한 제안된 

방법이 기존 방법에 비해 높은 검출율과 낮은 오검출율을 보여 더 

효율적인 것을 확인할 수 있었다.
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