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요 지

수자원 계획에 있어서 강우 또는 홍수빈도분석시 주로 사용되는 확률의 개념은 상대빈도에 대

한 극한으로 확률을 정의하는 빈도학파적 확률관점에 속하며, 확률모델에서 미지의 매개변수들은

고정된 상수로 간주된다. 따라서 확률은 객관적이고 매개변수들은 고정된 값을 가지기 때문에 이

러한 매개변수들에 대한 확률론적 설명은 매우 어렵다.

본 연구에서는 강우빈도해석에서 확률분포의 매개변수에 대한 불확실성을 정량화하기 위하여

베이지안 MCMC 및 Metropolis-Hastings 알고리즘을 이용한 불확실성 평가모델을 구축하였다.

그리고 베이지안 MCMC 및 Metropolis-Hastings 알고리즘의 적용을 통하여 확률강우량 산정시

확률분포의 매개변수에 대한 통계학적 특성 및 불확실성 구간을 정량화하였으며, 이를 바탕으로

홍수위험평가 및 의사결정과정에서 불확실성 및 위험도를 충분히 설명할 수 있는 프레임워크 구

성을 위한 기초를 마련할 수 있었다.

핵심용어 : Bayesian, MCMC, Metropolis-Hastings, Uncertainty, Inference

1. 서 론

수자원 계획에 있어서 강우 또는 홍수빈도분석시 주로 사용되는 확률의 개념은 상대빈도에 대

한 극한으로 확률을 정의하는 빈도학파적 확률관점에 속하며, 확률모델에서 미지의 매개변수들은

고정된 상수로 간주된다. 따라서 확률은 객관적이고 매개변수들은 고정된 값을 가지기 때문에 이

러한 매개변수들에 대한 확률론적 설명은 매우 어렵다.

반면에 베이지안 기법은 매개변수의 확률론적 설명을 위한 대안적 접근방법을 제공할 수 있다.

베이지안 기법은 매개변수를 확률변수로 처리하며, 확률을 믿음의 정도로 정의한다. 즉, 어떤 사상

에 대한 확률은 그 사상이 참이라고 믿는 정도를 나타내며, 이러한 점에서 빈도학파적 관점과는

다른 관점을 가진다. 베이지안 해석은 확률분포의 매개변수에 대한 사전지식(prior knowledge)과 우

도함수(likelihood function)에 의해 표현되는 관측자료에서의 정보를 결합하여 사후분포(posterior

distribution)를 생성하는 것으로서 매개변수에 대한 사전지식은 다른 자료집합, 모델러의 경험 및
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물리적 직관으로부터 형성될 수 있으며, 매개변수 추정은 베이즈 정리(Bayes' Theorem)를 이용하

여 계산되는 사후분포를 통하여 이루어진다.

따라서 본 연구에서는 강우빈도분석에서 확률분포의 매개변수에 대한 불확실성을 정량화하기

위하여 베이지안 해석을 적용하였으며, 이를 바탕으로 홍수위험평가 및 의사결정과정에서 불확실

성 및 위험도를 충분히 설명할 수 있는 프레임워크 구성을 위한 기초를 마련하고자 하였다.

2. 베이지안 해석(Bayesian Analysis)

2.1 베이즈 정리

두 개의 사상 와 에 대하여 와 가 0이 아니라면 가 주어졌을 때 에 대한 조건

부 확률(conditional probability) 의 정의로부터 식 (2.1)고 같은 베이즈 정리를 얻을 수 있다.

     (2.1)

여기서, 를 사전분포(prior distribution),  를 우도함수(likelihood), 를 정규화 인자

(normalization factor), 를 사후분포(posterior distribution)라고 한다.

한편, 베이즈 정리는 어떤 이산표본공간(discrete sample space)에 대한 분할(partition)에 적용

하여 식 (2.2)와 같은 일반적인 형태로 나타낼 수 있으며, 사상에 대한 베이즈 정리로부터 확률변

수 및 분포함수에 대한 베이즈 정리를 정의하기 위하여 식 (2.3)과 같이 확장될 수 있다.

  


  



   

    
(2.2)

···  


 ··· 
 ···  

(2.3)

2.2 마코프 연쇄 몬테카를로 기법(Markov Chain Monte Carlo(MCMC) method)

MCMC 기법은 정규화 상수의 계산없이 사후분포로부터 매개변수의 값을 샘플링하는 기법으로서

널리 사용되는 알고리즘으로는 Gibbs sampler(Geman, 1984; Casella and George, 1992)와 Metropolis-

Hastings 알고리즘(Metropolis et al., 1953; Hastings, 1970)이 있다. Gibbs sampler는 Metropolis-

Hastings 알고리즘 보다 실행하기 쉽고 빠르며 튜닝이 필요하지 않지만 각 변수에 대한 조건부 분포가

알려져 있어야 하며, 이것은 항상 가능한 경우가 아니기 때문에 그 대신에 Metropolis-Hastings

알고리즘이 종종 사용된다.

Metropolis-Hastings 알고리즘은 Metropolis 등(1953)에 의해 처음으로 소개되었으며, 이후 Hastings

(1970)에 의해 일반화되었다. 이 알고리즘은 제안분포(proposal distribution)   에 기초한 마코프

연쇄의 구축을 가능케 하며, 또한 이 알고리즘은 목표분포(target distribution) ·의 밀도에 대한 평
가 가능성만을 요구하는 기각 샘플링 알고리즘(rejection sampling algorithm)이다. 이 알고리즘은 제

안분포로부터 한 표본을 추출하며, 수용확률(acceptance probability)에 따라 그 표본을 수용한다. 만약
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표본이 기각되면 그 연쇄는 상태  에서 변하지 않은 채로 남아있게 된다. 제안분포는 ·와 유사
해야 하지만 현재 표본  에 의존할 수 있으며, 이러한 제안분포의 선택으로서 일반적으로 다변량 정

규분포(multivariate normal distribution)가 많이 추천되고 있다. 이러한 Metropolis-Hastings 알고리즘

은 다음과 같은 단계에 따라 실행될 수 있다(Martinez et al., 2002).

․ Step 1. 마코프 연쇄에 대한 초기값   설정하고   로 설정

․ Step 2. 제안분포   로부터 후보값 를 발생

․ Step 3. 균등분포  로부터 를 발생

․ Step 4. 만약  ≤    (식 2.4)이면      이고, 그렇지 않으면       

     min     

      (2.4)

․ Step 5.    로 설정하고 Step 2∼5를 반복

3. 우도함수 및 사전분포의 결정

베이지안 MCMC 기법을 이용하여 강우빈도분석에서 확률분포의 매개변수에 대한 불확실성을

평가하기 위해서는 먼저 적합한 확률분포형을 선정해야 한다. 본 연구에서는 위천 유역 내 의성

관측소(기상청)의 1973∼2008년 동안의 시우량 자료를 수집하여 먼저 이상치 및 결측치 등을 보정

하고 지속시간별 최대강우량을 산정하였다. 확률분포의 매개변수 추정기법으로는 L-moment법을

적용하였으며, 적합도 검정을 위해 Chi-Square, Kolmogorov-Smirnov, Cramer Von Mises 및

PPCC 검정을 적용하였다. 이로부터 적정 확률분포형으로 General Logistic(GLO) 분포를 채택하였다.

적절한 사전분포의 구축은 베이지안 해석에서 가장 논쟁의 여지가 많은 부분이다. 사전분포는

크게 정보적 사전분포(informative prior)와 무정보적 사전분포(non-informative prior)로 구분할

수 있다. 본 연구에서는 앞서 선정된 GLO 분포의 매개변수들에 대한 사전분포를 구축하기 위하

여 정보적 사전분포를 적용하였다. GLO 분포의 각 매개변수들에 대한 사전분포를 구축하기 위해

본 연구의 대상 관측소인 의성(기상청) 지점 인근의 18개 관측소를 대상으로 시우량을 수집한 후

지속시간별 최대강우량을 산정하고 GLO 분포에 적합시켰으며, 각 매개변수별로 각 관측소에 대

한 매개변수값을 다시 확률분포에 적합시켜 각 매개변수, 즉 위치, 규모 및 형상매개변수에 대한

확률분포를 구축하였다. 따라서 본 연구에서 적용된 사전분포는 위치, 규모 및 형상매개변수에 대

하여 각각 정규분포, Logistic 분포 및 삼각형 분포이며, 사전분포에 대한 매개변수 추정결과는

Table 3.1과 같다.

Table 3.1 Prior Distributions and Parameter Estimates for GLO Parameters

Duration

(hr)

XLO(Normal Distribution) XSC(Logistic Distribution) XSH(Triangular Distribution)

Mean, μ Std., σ m a* Min., a Most Likely, c Max., b

1 29.901 3.971 7.751 0.955 -0.425 -0.239 0.294

2 42.135 4.711 9.247 1.292 -0.459 -0.117 0.214

3 49.631 4.677 10.453 1.400 -0.544 -0.179 0.251

4 56.495 5.597 11.647 1.615 -0.602 -0.167 0.246

6 67.573 6.829 13.785 1.914 -0.579 -0.210 0.213

12 88.225 10.002 18.862 2.250 -0.685 -0.112 0.236

18 101.043 9.714 22.977 2.754 -0.711 0.075 0.075

24 110.700 10.809 26.664 3.173 -0.711 0.028 0.028

48 132.238 13.792 33.138 3.664 -0.566 -0.566 0.359

72 144.165 14.867 35.907 4.605 -0.639 -0.639 0.436

※ XLO: Location Parameter, XSC: Scale Parameter, XSH: Shape Parameter
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4. Metropolis-Hasting 알고리즘 적용 및 고찰

Metropolis-Hastings 알고리즘은 제안분포가 정상분포 ·와 유사해야 하지만 현재표본  에

의존할 수 있으며, 이러한 제안분포의 선택으로서 일반적으로 다변량 정규분포가 많이 추천되고 있

다. 본 연구에서는 전절에서 구축한 사후분포로부터 매개변수의 값을 샘플링하기 위해 Metropolis-

Hastings 알고리즘을 적용하였으며, 여기에 필요한 제안분포로서 삼변량 정규분포(trivariate normal

distribution)를 사용하였다.

한편, 번인(burn-in)은 사후분포 추정에 있어서 초기값의 영향을 최소화시키기 위해 마코프 연

쇄의 초기부 값들을 버리는 것으로서 본 연구에서는 최소번인을 결정하기 위하여 도식적인 방법

을 이용하였으며, 초기값의 영향을 최소화하기 위해 시작값으로 각 매개변수에 대한 평균값을 사

용하였다. 이러한 평균값의 사용은 연쇄의 시작을 정상분포의 서포트 집합 내에서 시작할 수 있기

때문에 초기값의 영향이 감소되는데 필요한 단계를 대폭 감소시킴으로 해서 번인크기를 크게 감

소시킬 수 있으나 Gilks 등(1998)에 의하면 심지어 연쇄가 즉각적으로 수렴하는 것으로 나타나더

라도 그 연쇄에 있어서 시작값의 영향이 감소될 만큼 충분히 긴 번인을 실행하는 것이 필수적인

것으로 연구된 바 본 연구에서는 101,000회의 모의를 실시하여 이중 1,000회를 번인으로 하고

100,000개의 표본을 분석에 사용하였으며, 각 매개변수에 대하여 발생된 100,000개의 표본에 대한

trace plot을 나타내면 Fig. 4.1과 같다.

(a) XLO (b) XSC (c) XSH

Fig. 4.1 Trace Plot for GLO Parameters(duration=24hr)

한편, 본 연구에서는 각 매개변수에 대한 불확실성을 정량화하기 위하여 사후분포 적합 및

HPD(highest posterior density) 구간추정을 실시하였으며, 그 결과는 Fig. 4.2 및 Table 4.1과 같다.

Normal Dist. mu = 110.75
sigma = 0.708

Normal Dist. mu = 26.41
sigma = 0.698

Weibull Dist.
zeta = 0.441
beta = 0.294
delta = 2.890

(a) XLO (b) XSC (c) XSH

Fig. 4.2 Distribution Fittings of GLO Parameters for Duration 24hr
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Table 4.1 HPD Interval

Duration

(hr)

XLO XSC XSH

Lower Upper Lower Upper Lower Upper

1 28.830 31.289 5.804 8.075 -0.4096 -0.0199

2 40.903 43.558 7.631 10.049 -0.3703 0.0919

3 48.368 51.024 8.997 11.430 -0.4380 0.0120

4 55.201 57.827 10.261 12.757 -0.4561 -0.0466

6 66.285 69.015 12.197 14.790 -0.4008 -0.0223

12 86.884 89.599 17.312 20.003 -0.3661 -0.0241

18 99.698 102.427 21.441 24.050 -0.3531 -0.0122

24 109.345 112.062 25.068 27.801 -0.3516 -0.0017

48 130.922 133.660 31.560 34.276 -0.4215 0.0487

72 142.842 145.594 34.362 37.101 -0.4296 0.0739

Fig. 4.1의 trace plot으로부터 초기값의 신속한 수렴과 연쇄의 양호한 혼합을 확인할 수 있으며,

이것은 시작값으로 각 매개변수에 대한 평균값을 사용하고 충분한 횟수의 모의를 실행했기 때문이

라 판단된다. 그리고 Fig. 4.2로부터 GLO 분포의 각 매개변수에 대한 사후분포는 XLO 및 XSC의

경우 정규분포, XSH의 경우 Weibull 분포로 분석되었음을 확인할 수 있다. 한편, Table 4.1로부터

GLO 분포의 매개변수에 대한 사후분포로부터 추정된 HPD 구간의 크기는 XLO의 경우 약 2.45∼

2.75, XSC의 경우 약 2.25∼2.75, XSH의 경우 약 0.34∼0.50로 추정되었으며, 지속시간이 증가함에

따라 HPD 구간의 크기가 대체로 증가하는 것으로 분석되었다.

5. 결 과

본 연구에서는 강우빈도분석에서 확률분포의 매개변수에 대한 불확실성의 정량화를 통해 홍수

위험평가 및 의사결정과정에서 불확실성 및 위험도를 충분히 설명할 수 있는 프레임워크 구성을

위한 기초를 마련하고자 베이지안 해석을 적용하였으며, 이로부터 다음과 같은 결론을 얻었다.

1) 강우빈도해석에서 확률분포의 매개변수에 대한 불확실성을 해석 및 정량화하기 위하여 베이

지안 MCMC 및 Metropolis-Hastings 알고리즘을 이용한 불확실성 평가모델을 구축하였다.

2) 베이지안 MCMC 및 Metropolis-Hastings 알고리즘의 적용을 통하여 확률강우량 산정시 확

률분포의 매개변수에 대한 통계학적 특성 및 불확실성 구간을 정량화할 수 있었다.
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