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요 약

       본 논문은 베이지안 통계 추론에 대하여 논의한다. 논문은 베이지안 추론, Markov Chain과 Monte Carlo 적분, 
       MCMC(Markov Chain Monte Carlo) 기법, Metropolis-Hastings 알고리즘, Gibbs 샘플링, Maximum Likelihood
       Estimation, EM 알고리즘, 상실된 데이터 보완 기법, BMA(Bayesian Model Averaging) 순서로 논의를 진행한다. 
       이러한 통계적 기법들은 대용량의 데이터를 처리하는 생물학, 의학, 생명 공학, 과학과 공학, 그리고 일반 데이터 
       조사와 처리 등에 사용되고 있으며, 최적의 추론 결과를 이끌어 내는데 중요한 방법을 제공하고 있다. 그리고 마지막
       으로 PC(Principal Component) 분석 기법에 대하여 논의한다. PC 분석 기법도 데이터 분석과 연구에 많이 활용된다.

                                                                              Abstract

        This paper discusses the Bayesian statistical inference. This paper discusses the Bayesian inference, MCMC
        (Markov Chain Monte Carlo) integration, MCMC method, Metropolis-Hastings algorithm, Gibbs sampling, 
        Maximum likelihood estimation, Expectation Maximization algorithm, missing data processing, and BMA 
        (Bayesian Model Averaging). The Bayesian statistical inference is used to process a large amount of data 
        in the areas of biology, medicine, bioengineering, science and engineering, and general data analysis and
        processing, and provides the important method to draw the optimal inference result. Lastly, this paper discusses
        the method of principal component analysis. The PCA method is also used for data analysis and inference.
                                               

1. 서  론
    베이지안 통계 추론은 서로 독립적인 무작위 변량의 생성에 기
반을 두고 있다[1]. 여기서 무작위 변량의 통계적 분포는 미리 알
려져 있는 경우도 있고 그렇지 않은 경우도 있다. 그러나 일반적
으로 균일 분포를 사용하는 경우가 많으며 정규 분포를 사용하는 
경우도 있다. 이외에도 무작위 변량에 대한 분포 f(x) 가, 이미 잘 
알려져 있고 비교적 실험하기 용이한 다른 분포와 관계가 있는 경
우에는, 용이한 다른 분포를 적절한 방법으로 활용하여 분포 f(x) 
로 무작위 변량을 시뮬레이션 하는 것과 동일한 효과를 내도록 할 
수 있다. 즉, 이러한 경우에는 분포 f(x) 의 함수 형태만을 고려하
여 실제 시뮬레이션을 수행할 수 있는 용이한 다른 분포 g(x) 를 
다음과 같은 수식으로 생각하고 분포g(x) 를 활용하여 시뮬레이
션을 할 수 있다. 
                         ≤                                 (1)
다음은 이와 같은 방법을 활용한 알고리즘이다[2][3]. 

(알고리즘 1 ; Accept-Reject 알고리즘)
   1. Generate  X ~ g, U ~ U[0,1].

   2. Accept  Y=X  if (  ≤


 ) 

   3. Go to 1 otherwise.

2. 본 론
2.1 Bayesian 추론
  Bayesian 정리는 다음과 같이 표현될 수 있다[4][5].
                                                     (2)
여기서, 는  를 y의 함수로 보지 않고   의 함수로 해
석한 것이다. 즉, y가 주어졌을 때   에 대한 가능성(likelihood) 
함수로 간주한 것이다[4][5][6]. 일반화된 식은 다음과 같다.
         ∝          (3)

즉, Bayesian 정리는 근본적으로 경험으로부터 학습하는 과정을 
나타낸다고 할 수 있다. 즉, Bayesian 정리는 새로운 데이터에 의
한 지식   을 이전의 지식      에 더하여 새

로운 지식     을 구성하는 과정이라고 할 수 있다

[2].  
    Bayesian 추론은 일반적으로 Bayesian 학습 네트워크를 구성
하여 진행하다[7][8][9]. 그러나 일반 통계 추론의 경우에도 그
래프 혹은 네트워크를 구성하여 수행하는 경우도 있다[10]. 
    Bayesian 추론은 지식 학습과도 관련이 있지만 인과 관계
(causality) 발견에도 적용할 수 있다. 인과 관계 발견과 관련된 

문제에는 모델 선택과 모델 평균화, 이전(prior) 값 결정과 이전 
구조 결정, 그리고 상실된(missing) 데이터와 감춰진(latent) 변량 
문제 등이 있다[9]. 
   만약 n개의 변량이 있을 때, 가능한 모든 모델의 개수는 n! 이
다. 따라서 이것을 계산적으로 모두 조사해 보는 것은 매우 많은 
시간을 필요로 한다. 따라서 이 문제를 해결하기 위하여 모델 선
택이라는 방법을 사용한다. 이 개념은 여러 개의 모델 중에서 좋
은 모델을 선택하여 사용하는 것이다. 또 다른 방법으로는 모델 
평균화 방법이 있다. 이 방법은 여러 모델 중에서 가능성이 있는 
몇 개의 모델을 선정하고, 이 모델들을 사용하여 계산을 수행하고 
평균을 구하는 것이다[9]. 
   
2.2 Markov Chain과 Monte Carlo 적분
   다음은 유한 Markov chain의 중요한 정의와 정리들이다
[11][12]. 

(정의1 ; 유한상태 Markov chain) P는 {Pi,j i,j = 1,... , k}를 요소
로 가지는 × 상태변화 매트릭스라고 하자. 그러면 만약, 모든 
n에 대하여, 모든 i,j∈{1,2,...,k}이고 또한 모든 i0,i1,..., in-1 ∈
{1,2,...,k}이라면, 유한 상태 S={s1, s2, ... ,sk}를 가지는 무작위
(랜덤) 프로세스 (Xo, X1, ...)는 P를 동질성(homogeneous) 상태
변화 매트릭스로 가지는 Markov chain 이라고 한다. 즉,
               

                      
                                                                        (4)

(정리 1) 유한 상태 S={s1, s2, ... ,sk}, 초기 분포  , 그리고 상
태 변화 매트릭스 P를 가지는 Markov chain (Xo, X1, ...)에 대하

여, 어떤 시간 n에 있어서의  은 

                                                              (5)
을 만족한다.  
   Markov chain은 Bayes 추론 그리고 Monte Carlo 방법과 함께 
공학, 의학, 생물학, 사회 과학 등 여러 분야에 응용된다
[3][9][11][12][13][14][15][16][17]. 
   Bayesian 추론은 다음과 같은 방정식으로 표현될 수 있다. 이 
방정식은 직접 계산하기 어려운 경우가 많으며, 이러한 경우는 시
뮬레이션 방법이 유용하다[3][12][13].

                


                        (6)

시뮬레이션을 위한 Monte Carlo 적분식은 일반적으로 다음과 같
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이 나타난다. 

                    


                      (7)

위 식에 대하여 분포 f(x) 로부터 표본 {X1, X2,... , Xm}을 구하고 
다음 식을 이용하면 근사값을 구할 수 있다. 

                   
 
 



                                     (8)

여기서 hm은    에 수렴한다. 즉,

                  ≈                                           (9)

이다. 이런 방법을 고려하는 이유는, h(X)로부터 샘플 {xt}를 독립
적으로 구하는 것이 어려운 경우가 있기 때문이다. 왜냐하면 분포 
함수 f(x)가 적분하기에 어려운 비표준 함수 형태인 경우가 많기 
때문이다. 그러나 {xt}가 반드시 독립적일 필요는 없으며, 사실 대
략적으로 보면 {xt}는 f(x)가 정의되어 있는 부분에서 값을 샘플링 
할 수 있는 어떤 함수에 의하여서도 정확한 비율로 생성되기만 하
면 된다. 이러한 과정을 실현시킬 수 있는 방법이 f(x)를 안정된 
분포로 가지는 Markov chain 이다. Markov chain에서는 {xt}는 
시간이 지남에 따라 근사적으로 분포 h(X)에 의한 샘플이 된다. 
따라서 어느 정도의 burn-in 시간이 지나면, {xt ; t=m+1, ... , n}
은 근사적으로 분포 h(X)에 의한 샘플이 된다. 다음은 burn-in 시
간이 지난 후의 어고딕(ergodic) average 를 나타낸다
[14][15][16][17].

               
 

    



                             (10)

2.3 Markov Chain Monte Carlo
   MCMC(Markov Chain Monte Carlo)는 안정적인 분포를 가지
는 Markov chain을 구축하고 이를 기반으로 Monte Carlo 시뮬레
이션을 구현한 것이다. 
   MCMC 방법이 성공적이 되기 위해서는 앞 절에서 설명한 
ergodic average가 최초의 분포가 어떤 분포이었든지 간에 수렴
하여야 한다. 이 수렴 조건을 충족시키는 최소의 조건은 Markov 
chain의 비축소성(irreducibility)이다. 즉, Markov chain은 모든 
가능한 상태에 반드시 도달할 수 있어야 한다. 상태변화 매트릭스 
P가 분포 f(x)에 대하여 비축소성이 될 충분 조건은 Pn 이 분포 
f(x)에 대하여 양수 함수를 가지는 것이다. 순환(recurrence)은 어
떤 출발점에서 출발하던지 Markov chain이 모든 chain을 방문할 
수 있다는 의미이다. 대체적으로 비축소적이고 비주기적인 
Markov chain은 수렴한다.
   다음의 예는 MCMC 방법을 적용하여 Xi+1 샘플을 구하는 방법
이다[13].

(예 1) 함수 f(x)를 實數에 대한 확률분포라고 하고 f(x)=cg(x)라

고 하자. 여기서 c>0이다. 물론, 정의상   이므로 

c= 1/   이다. 그러나 이러한 적분 계산이 가능하지 

않을 수도 있고 혹은 c값을 알 필요가 없을 수도 있다. 이제 X0  를 
임의의 값이라고 하고, X0, X1, ... ,Xi 가 주어져 있을 때, Xi+1 값을 
샘플링하는 방법을 다음과 같이 생각해 보자. 첫째로, W를 샘플
링하자. 즉, W~N(Xi, b

2), 여기서 b>0이고 상수이다. 그리고,

                      


                             (11)

라고 하고, U값을 추출하자. 즉, U~Uniform[0,1]. 그리고 다음과 
같이 설정한다.

                              ≥ 
                           (12)

이러면 X0, X1, ... ,Xi 는 약한 조건하에서 안정된 분포 f(x) 로부터 
추출된 어고딕(ergodic) Markov chain 이라고 할 수 있고, Xi+1은 
분포 f(x) 로부터 추출된 것으로 간주할 수 있다. 즉, 무작위 변수 
X0, X1, ... ,Xi 가 분포 f(x) 로부터 추출되고 Markov chain 성격을 
가지면, 다루기 용이한 분포 g(x)  이용하여 분포 f(x) 를 가지는 변
수 Xi+1을 근사적으로 구할 수 있다. 실험에서 상실된(missing) 데
이터를 근사적으로 구할 때에도 이 방법을 사용하기도 한다.
 
2.4 Metropolis-Hastings 알고리즘
   이 알고리즘은 객관적 혹은 목표 분포라는 확률 분포를 가지고 
수행된다. 다음에 제안 확률 분포 q(y|x) 를 선택한다. 알고리즘
은 제안 확률 분포 q(⋅|x) 가 명시적으로 존재하고 시뮬레이션하
기 쉬운 형태이거나 혹은 대칭일(symmetric) 때 구현하기도 용이

하다. 좀 더 일반적인 조건은 x에 독립적으로 비율 f(y)/q(y|x) 가 
상수로 존재하는 경우이다. 즉, 목표 확률 분포와 제안된 확률 분
포를 가지는 Metropolis-Hastings 알고리즘은 MCMC 방법으로
서 Markov chain (X(t))을 생성한다[14][15][16][17]. 

(알고리즘 2 ; Metropolis-Hastings 알고리즘)
    Objective(target) 분포 f를 가진 x(t) 가 주어졌을 때.
    1. Generate  Yt ~q(y| x(t) )
    2. Accept   X(t+1) = Yt   확률값  (x(t), Yt)  or
                     X(t+1) = x(t)  확률값  1-(x(t),Yt)

       여기서   




 이며,

       분포 q 는 instrumental(proposal) 분포이다.

분포 q(y|x)는 일반적으로 N(x, b2)을 선택한다. b>0 이다. 즉, 이 
경우에는 샘플링 되는 값은 제안된 분포인 x축의 중앙에 위치한 
정규분포로부터 샘플링 된다. 만약, 이 경우에 제안된 분포 q가 
대칭이면 위의 는 다음과 같이 간단한 모양이 된다.

                 


                            (13)

   Markov chain의 분포가 f(x)가 되는 것을 증명할 수 있다. 즉, 
Metropolis-Hastings 알고리즘의 상태변화 커널(transition 
kernel)은 다음과 같다.
                        

                          
                                                                              (14)
여기서 는 indicator 함수이다. 위 식에서 첫 번째 항은 
    인 경우이고, 두 번째 항은 그 반대의 경우이다. 다음

의 관계를 이용하여
                               (15)

식의 양 쪽을 Xt 로 적분하면, 

                                        (16)

이 된다. 식의 왼쪽은 Xt 의 분포가 f(x)라고 할 경우에 있어서의 
Xt+1의 marginal 분포를 나타낸다. 따라서 위의 식은 만약에 Xt 의 
분포가 f(x)라고 한다면, Xt+1의 분포도 f(x)라는 것을 의미한다. 
즉, 만약에 하나의 샘플이 안정된 분포로부터 샘플링 되었다면, 
그 이후의 샘플들도 동일한 분포로부터 샘플링 될 수 있다는 의미
이다[14]. 
   
2.5 Gibbs 샘플링
   Gibbs 샘플링은 다차원 MCMC 문제를 여러 개의 일차원 
MCMC 문제로 변형시키는데 사용할 수 있다. 우선 두 개의 변량
으로 구성된 간단한 Gibbs 샘플링 예를 보자
[3][12][13][14][15][16][17][18].

(예 2) (X, Y)가 분포 fX,Y(x,y) 를 가진다고 하자. 그리고 조건부 확
률 분포 fX|Y(x|y)와 fY|X(y|x)로부터 샘플링이 가능하다고 하자. 
(X0, Y0)가 초기 값이라고 하고, (X0, Y0), ... , (Xn,Yn)을 샘플링 했
다고 하자. 그러면, Gibbs 샘플링 알고리즘은 다음의 방식으로 
(Xn+1, Yn+1)을 샘플링 한다[11]. 즉,
        Xn+1 ~ fX|Y(x|Yn)
        Yn+1 ~ fY|X(y|Xn+1)                                              (17)

   이제 일반적인 경우의 Gibbs 샘플링을 보자. 어떤 정수 p>1에 
대하여, 무작위 변량 X ∈  가 X=(X1, X2, ..., Xp)로 나타나고, Xi

는 단차원이거나 혹은 다차원이라고 가정한다. 더욱이, 다음과 같
이 해당되는(corresponding) 단변량 (univariate) 조건부 확률 f1, 
f2, ..., fp 로부터 시뮬레이션을 할 수 있다고 한다[3].

(알고리즘 3 ; Gibbs 샘플링)
    x(t)= (x1

(t), x2
(t)  , ... , xp

(t)) 가 주어졌을 때, generate

    1. 
  ∼  

 
  

  

    2. 
  ∼  

  
  

  
                 .

    p.  
  ∼  

  
    

   

   Gibbs 샘플링은 완성(completion) 구축에 의하여 일반화될 수 
있다. 
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(정의 2 ; Completion) : 확률 분포 f(x)가 주어지고, 다른 분포 
g(x)가 다음 식을 만족할 때, g(x)를 f(x)의 완성이라고 한다.

             

                                       (18)

분포 g(x)는 계산하기 쉬운 분포를 선택하고, Gibbs 알고리즘은 
분포 f(x) 대신에 분포 g(x)에 구현된다. 정수 p>1에 대하여, 
y=(x,z)라고 하고, g(y)=g(y1, ... , yp) 에 대한 조건부 확률을 다
음과 같이 생각하자.
     ∼    
      ∼                          
               .
       ∼                     (19) 

그러면, Y(t+1)에 대한 Gibbs 샘플링은 다음 알고리즘으로 제시된
다[10]. 

(알고리즘 4 ; Completion Gibbs 샘플링)
    Y(t)= (y1

(t), y2
(t), ... yp

(t)) 가 주어졌을 때, generate

    1. 
  ∼  

 
  

  

    2. 
  ∼  

  
  

  
                 .

    p.  
  ∼  

  
    

   

완성 개념은 상실된(missing) 데이터 모델과 관련이 있다[3][14]. 
   
2.6 Maximum Likelihood Estimation
   K 개의 확률 분포가 있고 m 개의 변량이 있다고  하자. 즉, 
    이고 X=(x1, x2, ... , xm) 라고 하자. 그러면 

  는  분포에 대한 변량 xi 의 조건부 확률이며, 분포  
에 대한 선택을 또 다른 확률로 나타내고, 만약 변량들이 독립적
으로 생성된다면, 전체 변량에 대한 확률은 각 변량의 확률을 곱
한 것으로 다음과 같이 표현된다[19]. 

                  
 




 



                       (20)

그리고 m 개의 변량이 독립적으로 동일한 Gaussian 분포로부터 
생성되었다고 한다면, 모든 m개의 변량에 대한 확률은 Gaussian 
분포의 곱으로 다음과 같이 표현된다.

              
 










   


                    (21)

이 함수를 log 함수를 적용하여 다음과 같이 나타낸다.
           

                  
 






   


  

                                                                               (22)
  일반적으로 위의 식을 최대화하는  와  를 구하는 것이 목적
이다. 이것을 최대화 가능성 원리 (maximum likelihood 
principle) 라고 하고 데이터로부터 이러한 값을 구하는 과정을 
MLE(Maximum Likelihood Estimation)라고 한다. 

2.7 EM 알고리즘
    MLE 개념을 확장하여 혼합 확률 분포에 의하여 생성된 변량에 
적용하여 혼합 모델의 파라메타를 추정할 수 있다. 이러한 경우에 
사용할 수 있는 알고리즘이 EM(Expectation Maximization) 알고
리즘이다[2][3]. EM 알고리즘은 E-step과 M-step 2단계로 구
성된다. 첫 번째 E-step 에서는 데이터 그리고 데이터에 대한 파
라메타의 추정 값을 사용하여 데이터에 대한 분포의 확률을 계산
한다. 다음에 M-step에서는 E-step에서 계산된 확률을 기반으로 
가능성 기댓값(expectation of likelihood)을 최대화할 수 있는 새
로운 파라메타의 추정치를 찾는다. 이 두 과정을 파라메타가 더 
이상 변하지 않을 때까지 반복한다. 이런 과정을 반복하여 혼합 
분포에 의하여 생성된 데이터에 대한 분포의 파라메타를 추정한
다. 다음은 EM 알고리즘이다[2][3][16][17][20][21][22][23][24][25][26]. 
K-means 알고리즘은 EM 알고리즘의 특수한 형태로 볼 수 있다
[24][25][26].

(알고리즘 6 ; EM 알고리즘 1)   // Complete 데이터
   분포에 대한 초기값 선정.

   1. Compute (E-step)
                  
   2. Maximize (M-step)
             를 최대화할 수 있는 새로운 예측값

             을 찾는다.

   그러나 EM 알고리즘을 상실된 데이터가 존재하는 경우에도 적
용할 수 있다. 즉, EM 알고리즘은 분포 파라메타의 예측과 함께 
상실된 데이터의 예측에도 사용할 수가 있다. 왜냐하면 EM 알고
리즘은 예측값을 초기값으로 시작하여 E-step과 M-step을 계속 
수행하면서 최대값을 구하는 과정이기 때문이다. 즉, y=(x, z) 라
고 하자. 여기서, y는 관찰된(observable or incomplete) 데이터, 
x는 완전한(complete) 데이터, 그리고 z는 상실된(missing or 
latent) 데이터를 나타낸다. 그리고   를 x의 확률 밀도 함
수,  를 y의 확률 밀도 함수, 그러면,

              


                                     (23)

이 성립한다. 그리고 참고문헌[18]에서는 (1) 예측되는 분포의 
파라메타는 상실된 데이터와는 무관하다고 가정하고, (2) 상실된 
데이터는 무작위로 상실되었다고 가정한다. 그러면 EM 개념에 의
하여 다음 수식들이

                 ,                       (24)

                ∈           (25)

성립한다. EM 알고리즘에 대한 자세한 논의는 참고문헌 
[2][3][13][16][17][20][21][22][23][24][25]에 제시되어 있다. 
   그 밖에 Monte Carlo EM에 대하여 알아보자. EM 알고리즘의 
문제점은 E-step에서 log likelihood 의 기대값을 계산하여야 한
다는 것이다. 이 문제는 상실된 데이터 z1, ... , zm 값들을 조건부 

확률   로부터 시뮬레이션을 통하여 구함으로서 해결할 수 
있다. 그리고 다음의 값에 대하여 최대값을 구한다.

            
  

   
 
 



                   (26)

m이 무한대로 접근하면, 위의 양은  에 수렴하며 

Monte Carlo EM 알고리즘의 극한값은 원래의 EM 알고리즘 값에 
수렴한다. 

2.8 상실된 데이터 처리
    통계 조사를 위한 데이터 수집에서 데이터가 제대로 측정되지 
않는 경우는 많이 발생한다. 이러한 상실된 데이터를 해결하는 방
법으로는 다음의 방법이 있다. (1) 측정되지 않은 데이터를 포함
한 측정 단위를 고려하지 않는 방법이 있다. 이 방법은 상실된 데
이터가 많지 않을 경우에 사용할 수 있다, (2) 상실된 데이터를 채
워 넣는 방법이 있을 수 있다. 이 경우에는 측정된 데이터들로부
터 평균, 혹은 회귀 값을 계산하여 사용할 수 있다, (3)  샘플 설계 

가중치(design weight)를 이용하는 방법이 있다. 가중치(
 

)와 

측정된 데이터 비율(
 

)을 사용하여 측정된 값들의 평균을 구한 

다음에, 이 평균을 상실된 값으로 사용할 수 있다, 그리고 (4) 모
델을 사용하는 방법이 있다. 이 방법은 maximum likelihood 를 
이용한 방법이다[25].
   또한 단변량(univariate)만을 측정 대상으로 하고, 그 단변량에
서 데이터 상실이 발생하는 경우가 있고, 혹은 여러개의 변량을 
측정대상으로 하지만, 하나의 변량에서만 데이터 상실이 발생하
는 경우도 있다. 혹은 다변량(multivariate)의 경우에 여러 다변량
에서 데이터 상실이 발생할 수도 있다.
   상실된 데이터 모델은 다음과 같이 가능성(likelihood)이 표시
되거나,

            

                                    (27)

혹은, 최적화될 함수 h(x)가 다음과 같은 기대값 형태로 표시되는 
경우라고 할 수 있다. 
                    h(x)=E[H(x, Z)]                                    (28)
여기서 z 혹은 Z에 의하여 표시되는 변량이 상실된 데이터를 나타
낸다. 참고문헌 [28][29]은 주로 사회 조사의 경우에 데이터 수
집 과정에서 상실된 데이터를 다루는 방법을 상세히 설명하고 있
다. EM 알고리즘을 사용한 상실된 데이터 보완 문제는 참고문헌 
[18]에 의하여 체계화되고 일반화된 해결 방법이 마련되어, 통계
적인 추론을 가능하게 하였다[19]. 그러나 원래의 EM 알고리즘
은 복잡한 계산을 수행하여야 하기 때문에 모든 경우에 사용될 수
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는 없다. Monte Carlo EM 알고리즘을 사용하여 시뮬레이션에 의
하여 상실된 데이터를 보완하여 EM 알고리즘을 사용할 수 있다
[3][16][25].  

2.9 BMA(Bayesian Model Averaging)
   일반적인 통계 추론에서 모델의 불확실성을 고려하지 않는 경
우가 많다. 즉, 분석자들은 모델의 집합으로부터 모델을 선정하여 
분석을 진행하며, 모델 선정 과정의 불확실성을 고려하지 않는 경
우가 많다. 이러한 경우에 선정된 모델은 과도한 추론을 가능하게 
하며 또한 위험한 결정을 내리게 할 수도 있다. BMA(Bayesian 
Model Averaging)는 이러한 모델 불확실성을 해결할 수 있는 방
법을 제공한다[16][17][30][31]. 
   BMA를 다음과 같이 수식으로 표현하여 설명할 수 있다. 만약 
가 중요한 변량이라고 하면 데이터 D가 주어졌을 때, 에 대
한 이후(posterior) 확률은 다음과 같다.

         
 



                    (29)

여기서 Mk는 모델이다. 그리고 모델 Mk의 이후 확률은 Bayesian 
정리에 의하여 다음과 같다.

        






 


                        (30)

그리고,

                       (31)

은 적분식으로 표시된 모델 Mk의 likelihood 식이며,  는 모델 

Mk의 파라메타이다. 는 모델 Mk 에 대한 파라메타  의 

이전 확률이며, 는 likelihood 이다. 그리고 는 

모델 Mk의 이전 확률이다. 그러면,   의 평균과 분산은 다음과 
같다.

          
 



                       (32)

       

              
 



    
 

                                                               (33)
즉, 이런 식으로 모든 모델들에 대하여 평균을 구하는 것이 더 우
수한 평균적인 예측 능력을 보여준다는 것이 제시되었다.   
   BMA를 구현하기 위해서는 위 (31) 식을 계산해야 하는데, 고려
해야만 하는 모델의 수가 너무 많으면 계산이 어려워진다. 계산에 
필요한 모델의 수를 감소시키는 방법으로는,  (1) 전체 모델 중에
서 데이터에 의하여 지원되는 모델만을 고려하는 방법이 있고, 
(2) Markov Chain Monte Carlo 방법인 Metropolis-Hastings 알
고리즘을 사용하여 수식 (31)을 근사적으로 계산하는 방법이 있
다. 또 다른 문제는 수식 (33) 계산의 어려움이 있다. 이 문제를 
해결하기 위하여  Laplace 근사, MLE 근사 등을 사용한다[30].
  
2.10 PC 분석
   주요 요소(Principal Component) 분석은 많은 수의 서로 관련
되어 있는 변수 집합을 차원(dimensionality)이 적은 다른 변수 집
합으로 변환시켜서 표현과 분석이 용이하도록 하는 것이다. 이 변
환은 원래의 변수 집합이 가지고 있는 변수들의 변이(variation)를 
되도록 모두 가지고 있어야 하며, 새로운 변수들은 되도록 서로 
관련이 적어야하며, 변수들 간에는 일종의 순서가 있어서 처음 몇 
개의 변수들이 변환되기 이전에 원래의 변수들이 가지고 있었던 
변이들을 모두 가지고 있어야 한다[33][35].
   다음은 공분산(covariance)을 사용한 PC 분석 예를 보여준다
[33]. 공분산을 S 라고 하면, S는 다음의 식에 의하여 대각선
(diagonal) 매트릭스 L로 변환될 수 있다.

                                                                  (34)
대각선 매트릭스 의 원소      은 eigenvalue라고 한다. 

매트릭스 의 열 벡터인 원소  는 eigenvector 라고 

한다. 대각선 매트릭스를 구성하는 원소인 eigenvalue는 다음 식
을 통하여 구할 수 있다.
                                                                 (35)
매트릭스 U를 구성하는 eigenvector는 다음 두 식으로 구할 수 
있다.      

                                                              (36)

그리고

             


                                             (37)

그러면, 
             ,                                          (38)

이다.  와  는 데이터들의 기본(basis) 벡터가 되어, 데이터들
의 주요 요소(principal component)가 된다. 이 밖에도 
correlation을 사용하여 PC를 정의할 수도 있다[30][31].  참고
문헌 [34]는 PC 분석 기법을 개념을 학습하는 문제에 적용한 예
를 제시하고 있다.

3. 결 론
   본 논문에서는 다양한 분야에서 활용되는 시뮬레이션 방식의 
Bayesian 추론에 대하여 논의하였다. Bayesian 추론은 Markov 
Chain Monte Carlo 시뮬레이션 기법과 결합되어 응용력이 높아지
면서 많은 분야에 적용되어 좋은 효과를 내게 된 것으로 보인다. 잘 
준비된 데이터를 대상으로 이러한 방법을 적용하면 좋은 결과를 내
게 될 것으로 보인다. 
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