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요 약 
본 논문은 정보검색, 정보추출, 번역, 자연어처리 등의 작업을 위한 통계

적 방법론에서 필요한 학습 데이터 구축을 효율적으로 하기 위한 학습 데이
터 반자동 구축 장치 및 그 방법에 대하여 기술한다. 
본 논문에서는 학습 데이터 구축양을 줄이기 위해서 능동 학습을 이용한

다. 또한 최근 각광 받고 있는 Conditional Random Fields(CRF)를 능동학습에 
이용하기 위해서 CRF를 이용한 Confidence measure를 정의한다.  
 
Keyword : Active Learning, Machine Learning, Conditional Random Fields, Maximum 
Entropy 

 
 

1. 서론 
정보검색, 정보추출, 번역, 자연어처리 등의 

작업등에 최근 통계적 방법론이 많이 사용되고 있

다. 이러한 통계적 방법론은 각 작업에 따른 학습 

데이터 구축을 필요로 하고, 학습 데이터 구축의 

양이 많을수록 높은 성능을 낸다. 그러나 학습 데

이터의 구축은 많은 인력과 시간이 필요 하기 때

문에 학습 데이터 부족 문제가 자주 발생한다. 

본 논문에서는 학습 데이터 구축을 효율적으

로 하기 위해서 Conditional Random Fields(CRF)를 

이용하여 자동으로 태그를 부착하여 학습 데이터 

후보를 생성하고 신뢰점수를 계산하고, 능동 학습

을(Active learning) 이용하여 학습 데이터 후보를 

선택하여 학습 데이터 구축의 비용 및 시간을 줄

이기 위한 방법을 기술한다. 

 

2. 관련 연구 
학습 데이터 부족 문제를 해결하기 위해서 기

존의 방법들은 크게 세 가지 방법론으로 분류 된

다. 첫 번째 방법론은 기계 학습을 이용하여 자동 

태깅 기능을 지원하는 워크벤치를 사용하는 방법

이다. 이는 자동 태깅을 지원하는 점은 본 논문과 

비슷하지만 학습 데이터 후보 선택이나 오류 수정

된 학습 데이터를 재 사용하여 학습 데이터를 증

강시켜 점진적으로 자동 태깅 성능을 높여주는 기

능은 지원하지 않는다. 두 번째 방법은 

Bootstrapping 이나 Co-training 같은 방법으로 학습 

데이터를 자동으로 태깅하여 학습 데이터를 증강

시키는 방법이다 [1]. 이는 본 논문과 기능은 비슷

하나 자동 태깅 결과의 오류 수정이나 학습 데이

터 후보 선택 등의 기능은 지원하지 않는다. 또한 

자동 태깅 결과에 오류가 포함되어 있기 때문에 

성능이 좋지 않다는 단점이 있다. 세 번째 방법론
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은 능동 학습(Active learning) 방법이다 [2]. 이 방

법은 최적의 학습 데이터 후보를 선택하여 적은 

양의 학습 데이터를 구축해도 높은 성능을 내도록 

한다. 본 논문이 여기에 속하며, 본 논문에서는 최

근 각광을 받고 있는 Conditional Random 

Fields(CRF)를 능동학습에 적용한다. 

 

3. Conditional Random Fields 
최근 품사 태깅, 청킹, 개체명 인식 등과 같은 

Sequence Labeling 문제에 Conditional Random 

Fields(CRF)가 많이 연구되고 있으며 기존의 HMM 

및 MEMM 등에 비해 높은 성능을 보이고 있다 

[3][4][5]. CRF 는 방향이 없는 그래픽 모델

(undirected graphical model)로써, 관측 가능한 입력 

데이터 열이 주어지고, 이에 따른 결과 열의 조건

부 확률을 계산하는데 사용된다. 특히 선형 구조

의 CRF (linear chain structured CRF)가 주로 쓰이고 

있다 [3]. 

o = <o1, o2, …oT>는 관측 가능한 입력 데이터 

열이라 하고, s = <s1,s2,…sT>를 결과 열이라 하면, 

주어진 입력 데이터 열 o에 대한 결과 열 s가 나

올 조건부 확률은 다음과 같이 정의된다. 
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위 식에서, Zo는 모든 결과 열의 확률값의 합이 1

이 되도록 만드는 normalization factor이고, fk(st-

1,st,o,t)는 feature 함수로 0 과 1 의 값을 반환한다. 

λk는 각 feature 함수의 weight로써 이 값은 학습에 

의해 결정된다. 

Zo 는 모든 모든 결과 열의 합으러써, 다음과 

같이 정의된다. 
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입력 데이터 열의 길이에 따른 결과 열의 수

는 기하급수적으로(exponential) 증가하게 되는데, 

선형 구조의 CRF(linear chain structured CRF)인 경

우 HMM 의 forward-backward 알고리즘을 이용하

여 확률 값을 효율적으로 계산할 수 있다 [3]. 

CRF의 각 feature의 weight {λ…}는 학습 데이

터에 있는 입력 데이터 열과 결과 열의 conditional 

log-likelihood 값을 최대화 시키도록 결정된다. 

D={<o,l>(1),…,<o,l>(N)}를 학습 데이터에 있는 입력 

데이터 열(o)과 결과 열(l)이라 할 때, conditional 

log-likelihood 값은 다음과 같이 정의된다. 
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위 식에서, 두 번째 부분은 데이터 부족으로 인한 

문제를 해결하기 위한 것이다. 

Conditional log-likelihood 값을 최대화 시키는 

feature weight {λ…}를 구하기 위해 GIS와 L-BFGS 

같은 방법이 있는데, L-BFGS 가 좀더 효율적이라

고 밝혀졌다 [5]. 

L-BFGS는 black-box optimization 모듈로써, 입

력으로 최적화할 함수의 미분 함수를 받는다. CRF

의 학습의 경우에는 최적화할 함수가 수식 3 번인 

Conditional log-likelihood 함수가 되고, 이의 미분 

함수는 다음과 같다. 

 

2
1

)()(

1

)()(

),()|(           

),(

σ
λ

δλ
δ

k
N

j s

j
k

j

N

j

jj
k

k

CP

CL

−⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
−

⎟⎟
⎠

⎞
⎜⎜
⎝

⎛
=

∑∑

∑

=
Λ

=

osos

os
(4)

 

위 식에서 Ck(s,o)는 feature 함수 fk의 값의 1인 경

우의 회수이다. 

 

4. CRF를 이용한 능동 학습 
능동 학습(Active learning)이란, 좀더 적은 양

의 학습데이터로 학습하여 높은 성능을 내기 위해

서 학습 데이터를 선택하여 사용하는 것이다 []. 

본 논문에서 사용하는 능동 학습 알고리즘은 다음

과 같다. 
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1. 초기 seed 학습 데이터로 학습 
2. 현재 학습 모델로 태깅이 어려운 
문장을 골라서 사용자에게 추천 
(Confidence 값이 낮은 것을 선택) 

3. 사용자가 추천 문장을 태깅하여 학습 
데이터에 추가 

4. 변경된 학습 데이터로 학습 
5. 2번으로 이동 

 
Fig. 1. 능동 학습 알고리즘. 

본 논문에서는 최근 각광을 받고 있는 CRF

를 기본 기계 학습기(base learner)로 사용한다. 또

한 능동 학습을 위해 필요한 CRF 의 Confidence 

값을 다음과 같이 정의한다. 

•  CRF-Prob: 한 문장의 입력 데이터 열(o)와 

결과 열(s)가 주어 졌을 때, 현재 모델에서 

best 결과 열 s 가 생성될 확률. 다음과 같

이 정의된다. 

)|()( oso Λ= PConf prob . 

 

•  CRF-Entropy: 입력 데이터 열(o)의 N-best 

결과들의 확률값의 entropy 에 -1 을 곱한 

값. 다음과 같이 정의 된다. 

∑
−∈

ΛΛ=
bestNs

entropy PPConf )|(log)|()( ososo . 

 

•  CRF-KL: 입력 데이터 열(o)의 N-best 결과

들의 확률값의 Kullback-Leibler divergence 

(D(*||*)) 값. 다음과 같이 정의된다. 
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5. 실험 및 결과 
앞에서 정의한 능동학습을 위한 CRF 의 세가

지 Confidence measure에 대해서 어느 것이 성능이 

높은지를 알기 위해서 각 measure 별로 능동학습

을 수행하였다. 능동학습을 수행 대상은 정보 추

출 분야이다. 
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Fig. 2. 능동 학습 결과. 

 

그림 2 는 정보 추출 분야에서 각 Confidence 

measure 별 능동 학습을 사용한 결과이다. 세로축

은 정보 추출의 정확도(accuracy) 이고, 가로축은 

학습 데이터의 크기이다. Random 은 능동 학습을 

이용하지 않고 임의로 학습 데이터를 선택해서 태

깅하여 학습 데이터에 추가할 경우이다. 3 개의 

Confidence measure모두 Random 보다 높은 성능을 

보여, 능동 학습이 임의 선택보다 적은 양의 학습 

데이터로 높은 성능을 보임을 알 수 있다. 

Confidence measure 로 CRF-Entropy 를 사용했을 경

우가 전반적으로 성능이 좋으며, CRF-KL 을 사용

했을 때가 가장 안정적으로 성능이 상승했다. 그

러나 CRF-Entropy 와 CRF-KL 은 N-best 결과를 사

용하기 때문에 속도가 느려지는 단점이 있다. 속

도를 고려했을 경우에는 CRF-Prob 가 가장 빠르고, 

CRF-Entropy와 CRF-KL의 성능에 큰 차이가 없으

므로 CRF-Prob 를 선택하는 것이 좋음을 알 수 있

다. 

 

그림 3 은 CRF 와 능동 학습을 이용한 학습 

데이터 반자동 구축기의 사용자 인터페이스이다. 

학습 데이터 반자동 구축기는 CRF 와 능동 학습

을 이용하여 학습 데이터 후보를 선정한 후, 사용

자에게 자동으로 태깅된 결과를 보여주고, 사용자

가 오류를 수정하면, 이를 다시 학습 데이터에 추

가하여, 이 과정을 반복하게 하게 된다.  
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6. 결론 
본 논문에서는 학습 데이터 구축을 효율적으

로 하기 위해서 능동학습을 이용한 학습 데이터 

반자동 구축 도구를 구축하였다. 능동 학습의 기

본 학습기로는 최근 각광 받고 있는 CRF 를 이용

하였다. CRF 를 능동학습에 이용하기 위하여 세가

지 confidence measure 를 정의하고 각각에 대하여 

능동학습 실험을 수행하였다. 실험 결과로부터 능

동 학습이 임의 선택보다 적은 양의 학습 데이터

로 높은 성능을 보임을 알 수 있었다. 성능은 

CRF-Entropy 가 가장 좋았고, 안정성은 CRF-KL 이 

가장 좋았으며, 수행 속도는 CRF-Prob 가 가장 빠

름을 알 수 있었다. 
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Fig. 3. 학습 데이터 반자동 구축 도구
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