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요 약 
현재 많은 신경망의 하드웨어 구현은 부동 소수점 연산에 비해서 적은 면적

과 빠른 수행시간을 가지는 고정소수점 연산을 많이 사용하지만, 소프트웨어

에서는 일반적으로 높은 정확도를 가지는 부동소수점 연산을 사용한다. 신경

망의 하드웨어 구현에서 많이 사용하는 고정소수점 연산은 부동소수점 연산

에 비해서 빠른 처리속도와 적은 면적으로써 쉽게 하드웨어 구현에 용이하지

만, 부동소수점 연산에 비해서 낮은 정확도와 기존의 부동소수점 연산을 사
용하는 소프트웨어 신경망을 쉽게 적용할 수 없는 단점을 가진다. 본 논문에

서는 부동소수점 연산을 사용하여 문자 추출 MLP의 데이터 변환 없이 적용

할 수 있는 전체 파이프라이닝 설계 구조를 제안한다. 제안된 설계방법은 신
경망의 전체 구조를 입력층과 은닉층을 링크 병렬화 방법과 은닉층과 출력층

을 뉴런 병렬화 방법을 개선하여 쉽게 파이프라이닝 구조로 설계함으로써 신
경망 처리는 은닉층 뉴런수와 동일한 주기로 처리되며, 기존의 문자추출 소
프트웨어 신경망을 제안된 하드웨어 설계방법으로 구현하였을 때 11배의 빠
른 성능을 나타낸다. 
 
Keyword : Neural Network, MLP, Pipelining, Text Detection, FPGA, Floating-point 
arithmetic  
 
 
 

1. 서론 

 

영상 내의 문자 추출은 입력 영상 내의 문자 영역

을 자동으로 추출하는 것을 의미한다. 본 논문에

서는 입력 영상 내의 문자의 유무를 판별하기 위

한 질감 분석기로써 신경망을 사용하였다. 신경망

을 사용하여 문자 영역과 비-문자 영역으로 나누

는 방법이다 [1-2]. 이러한 소프트웨어 신경망은 

많은 시간을 소요함으로써, 실시간 처리가 가능한 

하드웨어 구현으로 많이 사용한다. 

일반적으로 하드웨어 구현에서는 적은 면적과 

빠른 처리속도로 인해서 고정소수점 연산을 많이 

사용하지만, 소프트웨어 신경망은 높은 정확도를 

위해서 부동소수점 연산을 사용한다. 소프트웨어 

신경망의 빠른 처리를 위해서 구현이 용이한 고정

소수점 연산을 사용하는 하드웨어 구현에 적용하

기 위해서는 데이터의 변환이 필요하다는 문제로 

쉽게 적용하기가 어려웠다. 최근에는 고정소수점

의 낮은 정확도와 낮은 유연성 문제로 하드웨어 

구현에서도 부동소수점 연산을 사용하는 연구가 

진행 중이다[3-4]. 32 비트의 부동소수점 연산 대신 

10 비트의 부동소수점 연산을 사용하여 일반적인 

32 비트 부동소수점 연산보다 빠른 처리를 수행하

는 연구[3], 부동소수점 연산과 고정소수점 연산을 

병행하여 빠른 처리를 수행하는 연구가 진행되었

다 [4]. 

위의 연구들은 부동소수점 연산을 개선하여 

빠른 처리속도를 가지는 신경망에 관한 연구이며, 

다음은 신경망의 구조를 개선하여 효율성을 높이

는 연구이다. 신경망은 기본적으로 병렬 또는 분
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산처리의 구현이 용이하며, 각각의 뉴런은 단위적

인 동작을 수행한다. 일반적으로 신경망의 병렬화 

방법은 계층 병렬화(layer parallelism), 뉴런 병렬화

(neuron parallelism) 그리고 링크 병렬화(link 

parallelism)의 3 가지로 정의한다[5]. Xiaobin 등은 

입력층과 은닉층 사이에서의 링크 병렬화 기법과 

은닉층과 출력층 사이에서의 뉴런 병렬화 기법을 

혼합하여 적은 면적으로 빠른 처리속도를 가지는 

8 비트 고정수소점 연산을 사용하는 신경망을 설

계하였다 [6]. 그러나 고정소수점 연산은 입력과 

동시에 결과를 출력하는 조합회로로써 뉴런 병렬

화를 쉽게 구현할 수 있지만, 부동소수점 연산은 

느린 처리속도를 보완하기 위해서 보통 파이프라

인구조로 설계되므로 결과는 입력후 몇 단계의 처

리과정을 수행하여 출력함으로써 뉴런 병렬화가 

어렵다. 

본 논문에서는 MLP기반의 문자 추출을 실시

간 처리를 위해서 부동소수점 연산의 느린 처리속

도를 해결하는 전체 파이프라이닝(Fully-Pipelining) 

구조를 제안한다. 제안된 설계방법은 어떤 2계층 

MLP (multi-layer perceptron)라도 파이프라이닝 기술

을 사용하여 은닉층의 뉴런수와 같은 주기로써 수

행이 완료되는 설계방법이다. 제안된 설계방법의 

전체구조는 입력층과 은닉층에서는 링크병렬화 기

법을 사용하며, 은닉층과 출력층에서는 개선된 뉴

런병렬화 방법을 제안하여 어떤 2계층 MLP를 쉽

게 전체 파이프라이닝 구조로 설계할 수 있는 방

법이다. 제안된 설계방법을 이용하여 2계층 MLP

를 적용하였을 때, 기존의 CPU에서 보다 11배 정

도 빠른 성능을 보인다. 

 

2. 하드웨어 구현 

 

본 2 장에서는 소프트웨어 신경망을 쉽게 하드웨어 

환경에 적응하여 사용할 수 있는 설계방법을 기술

한다. 2.1 절은 전체 시스템 구조에 대해서 설명하

며, 2.2 절은 입력층과 은닉층 사이에서의 설계방법 

및 2.3 절은 은닉층과 출력층 사이에서의 설계방법

을 기술한다. 

 

2.1 전체 시스템 구조 

 

전체 파이프라인 구조에 앞서 일반적인 2계층 신

경망의 구조 및 처리과정에 대해서 기술한다. 본 

논문에서는 문자 분석기로써 2계층의 MLP를 사

용하며, 41개의 입력값과 33개의 은닉층 뉴런 그리

고 2개의 출력층 뉴런으로 구성된다 (그림 1). 

 

그림 1. MLP 의 처리과정 

 

전체 신경망 구조는 링크 병렬화와 수정된 뉴런 

병렬화 방법을 사용한 파이프라이닝 구조이다 (그

림 2). 기본 연산은 부동소수점의 곱셈과 덧셈연

산을 사용하며, 부동소수점 곱셈과 덧셈 연산은 

느린 처리속도로 인해서 일반적으로 몇 단계로 나

누어 처리되는 파이프라인 기법을 사용한다.  

 

 
그림 2. 전체 MLP 의 하드웨어 구조 

 

부동 소수점은 IEEE 표준[7]으로써 부동소수점 수

를 하나의 부호 비트, 바이어스 된 지수(biased 

exponent)의 8 비트, 그리고 정규화된 가수

(mantissa) 또는 유효수(significand)의 23 비트로 표

현한다. 부동소수점 수를 사용하는 덧셈은 6 단계, 
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곱셈은 5 단계로 구성된 파이프라인 구조이다 [8]. 

활성화 함수 )(xa 는 가중치와 입력값을 가지고 

덧셈연산과 곱셈연산의 결과값을 수행하여 결과값

을 출력한다. 여기서 활성화 함수로 다음과 같은 

시그모이드 함수를 사용한다.  

( )
xe

xa
−+

=
1

1
             (1) 

시그모이드 함수는 지수연산과 덧셈연산 그리고 

곱셈연산이 사용되는데 이 연산들은 많은 수행시

간과 면적을 소요한다. 이 문제점을 해결하기 위

해서 Piece Wise Linear(PWL)방식으로 구현하였다

[9]. PWL 방식은 비선형으로 이루어진 함수를 여러 

개의 선형 함수로 처리하는 방식으로써 덧셈연산

과 곱셈연산만으로 비선형 함수를 처리할 수 있다. 

본 논문에서는 간단한 구현을 위해서 3 segment 

PWL 1)(( 3 =xy , )4/2/1()(2 xxy += , 

)0)(1 =xy 방식으로 시그모이드 함수를 구현하였

으며, 파이프라인 구조의 덧셈연산과 곱셈연산을 

사용함으로써 시그모이드 함수 역시 파이프라인구

조로 수행한다. 

 

2.2 입력층과 은닉층사이의 링크병렬화 설계 

 

입력층과 은닉층 사이에서는 파이프라이닝 구조를 

위해서 링크 병렬화 방법을 사용하며, 파이프라이

닝 구조로써 1 클럭에 하나의 은닉층 뉴런이 처리

된다. 링크 병렬화 구조는 입력수와 같은 41개의 

곱셈연산 및 덧셈연산 그리고 하나의 시그모이드 

연산, 그리고 가중치 값을 저장하고 있는 롬

(ROM)으로 구성된다 (그림 3). 여기서 덧셈 연산

의 구조는 입력 층 뉴런의 수에 따라 결정되는데, 

입력 층의 뉴런 수(바이어스 포함)를 i 라고 할 때 
ni 2= 이면 덧셈 연산의 구조(즉, 덧셈 연산의 층)

는 n의 층으로 이루어 진다. 또한 nn i 22 1 <<−
일 

때 덧셈 연산의 구조는 n 층으로 이루어진다. 그

림 3은 입력 수 42개일 때의 구조이며 
65 2422 << 으로써 덧셈연산은 6층으로 구성된

다. 이때 전체 파이프라이닝 구조를 위해서 
ni 2= 이면 버퍼가 필요 없지만, nn i 22 1 <<−

이

면 버퍼가 필요하다. 전체 파이프라이닝 처리를 

위해서 처리되지 않은 연산자의 결과값을 다음 단

계에서 처리하기 위해서 저장이 필요하기 때문이

다. 

 

 

그림 3. 41 개의 입력값의 하드웨어 구조 

 

2.3 출력층의 수정된 뉴런 병렬화 설계 

 

부동소수점 연산을 사용하면서도 전체 파이프라이

닝 설계방법을 제공하기 위해서 기존의 뉴런 병렬

화 방법을 개선하여 사용한다. 그림 4는 수정된 

뉴런 병렬화 구조와 링크 병렬화 구조를 비교한 
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그림이다. 링크 병렬화 구조에서 곱셈 연산을 수

행하기 위해서는 입력수 만큼의 곱셈 연산이 사용

되지만, 뉴런 병렬화 구조는 입력되는 은닉층 뉴

런의 결과값을 하나의 곱셈연산으로 처리하며, 링

크 병렬화 방법에서 덧셈연산의 각층은 하나의 덧

셈 연산을 이용하여 수행한다. 각 덧셈연산은 곱

셈연산 및 덧셈연산에서 출력되는 결과값이 2개가 

될 때까지 저장할 버퍼가 필요하다. 이러한 과정

으로 개선된 뉴런 병렬화 방법은 수행되며, 최종 

결과값은 은닉층 뉴런의 수만큼의 주기로 최종 결

과를 출력한다. 그림 4와 같이 하나의 출력층 뉴

런 구조를 나타내며, 출력층 뉴런들은 은닉층 뉴

런수 만큼 반복 수행되었을 때 완료된다. 

 

그림 4. 수정된 뉴런 병렬화의 구조 

 

그림 5는 구현된 수정된 뉴런 병렬화 구조를 나타

낸다. 출력층에서 필요한 연산자의 수를 살펴보면 

곱셈 연산과 시그모이드 연산이 출력층 뉴런 수만

큼 필요하며, 덧셈연산은 은닉층의 뉴런의 수와 

바이어스를 포함한 총수를 1+j  이라고할 때 

⎡ ⎤1
2log += jn  이면 덧셈연산의 수는 kn× 개이다. 이

때 k 는 출력층의 뉴런수이다. 

 

그림 5. 출력층의 수정된 뉴런 병렬화 구조. 

 

3 실험결과 

 

본 논문에서는 자이링스(Xilinx)사의 XC2V8000 의 

FPGA Chip 상에서 VHDL 의 합성을 위해서 Xilinx 

ISE 7.1 를 사용하여 전체 파이프라이닝 구조로 

설계하였다. 표 1 은 전체 파이프라이닝 신경망을 

구현할 때 사용된 기본 연산의 성능을 나타낸다. 

 

[표 1] 연산자의 성능분석 

연산자 면적 
(gate) 

동작속

도 
(MHz) 

클럭 
수 

(clk) 

수행시

간(ns) 

Adder 9,239 90.917 6 65.994
Multiplier 20,655 81.274 5 61.520
Sigmoid 29,941 80.658 11 136.378

 

본 시스템에서 제안하는 설계방법을 테스트 하기 

위해서 소프트웨어 에서 사용된 2계층 MLP를 적용

하여 수행하였다. 2계층 MLP는 41개의 입력과 33

개의 은닉층 뉴런 그리고 2개의 출력층 뉴런을 가

진다. 표 2는 MLP의 첫 수행을 분석한 결과이다. 

 

[표 2] 신경망의 성능분석 

MLP 면적 
(gate) 

동작속도 
(MHz) 

1st  
클럭수 

(clk) 

수행시간
(ns) 

MLP 1,426,312 54.259 111 2045.73

 

표 2 는 MLP 의 첫 수행을 나타내며, 첫 수행시 파

이프라이닝 기법이 적용되지 않기 때문에 수행시

간이 많이 소요된다. 하지만 표 3 에서는 파이프

라이닝 기법에 적용 되었을 때의 성능분석이다. 

 

[표 3] 신경망의 순차 처리분석 

MLP 
2nd 
수행 
(clk)

3rd 
수행 
(clk)

… 
 

1722120th 
수행 (clk) 

수행 
간격 
(ns) 

MLP 33 33 33 33 589.76
 

본 논문에서 제안된 전체 파이프라이닝 설계방법

으로 설계하였을 때 은닉층 뉴런수와 같은 클럭 

주기로 처리됨을 볼 수 있다. 
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그림 6. 실험 결과: (a) 테스트 이미지, (b) CPU 처리결과, 그리고 (c) FPGA 처리결과 

 

다음은 소프트웨어 신경망을 CPU 에서 처리한 결

과와 하드웨어에 적용하여 처리한 결과를 비교 분

석하였다 [표 4]. 이때 사용된 컴퓨터는 512 

Mbyte 메모리와 2.4GHz 펜티엄 4 CPU 를 사용하였

다. 이때 사용된 이미지는 15461152× 크기로써 

1722129 번의 번복 처리로써 신경망을 이용하여 

문자 추출을 수행한다. 이때 CPU 와 FPGA 에서의 

처리된 결과는 그림 6 과 같다. 

 

[표 4] CPU 와 FPGA 의 성능 분석 

FPGA CPU 
1.04(s) 11.73(s) 

 

본 논문에서 제안된 설계방법은 CPU 를 사용한 소

프트웨어 MLP 의 수행 성능보다 약 11 배 정도 빠

른 성능을 보인다. 

 

4. 결론 

 

소프트웨어에서 학습된 가중치를 고정 소수점 연

산을 사용하는 하드웨어에 쉽게 적용하기 어려운 

점과 소프트웨어에서의 학습된 가중치를 쉽게 적

용하기 위해서는 느린 처리속도를 가지는 부동소

수점 연산을 사용해야 하는데 이때 어떻게 느린 

처리 속도를 해결할 것인가가 문제이다. 본 논문

에서는 입력층과 은닉층에서의 링크 병렬화 방법

과 은닉층과 출력층에서는 개선된 뉴런 병렬화 방

법을 제안하여 전체 MLP의 파이프라이닝으로 쉽게 

설계하는 방법이다. 제안된 설계방법은 은닉층 뉴

런 수만큼의 클럭 소요로 한번의 신경망이 처리한

다. 여기서 문자 추출을 위해 사용된 신경망을 적

용하였을 때 느린 처리속도를 가지는 부동소수점 

연산을 사용하면서도 11배나 빠른 수행을 가짐을 

알 수 있다. 따라서 영상처리 및 패턴인식과 같은 

많은 반복으로 처리되는 분야에서 높은 정확도와 

높은 처리속도로써 해결할 수 있는 설계방법이다. 
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