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Abstract
본 논문에서 제안한 예측형 RBFN(Radial 

Basis Function Network)은 HMM과 신경망을 

결합한 하이브리드 구조이다. 이 신경망은 

HMM으로 추정한 확률분포 파라미터를 사용하 

여 중간층의 활성화 함수의 출력을 결정하고, 

중간층과 출력층의 연결강도만 네트워크 내에 

서 학습한다. 그리고 HMM으로 추정한 확률분 

포 파라미터는 두 가지 방법으로 예측형 RBFN 

에 이용하였다. 첫 번째는 HMM의 각 상태의 

혼합수 만큼의 중간층 유니트를 주는 방법이고, 

두 번째 는 HMM의 혼합수 X출력 분포수 만큼의 

중간층 유니트를 주는 방법이다.

실험결과, 예측형 RBFN은 다른 방법들의 결 

과보다 4.5〜6.5% 저하된 결과를 보였지만 다 

른 신경망에 비해서 학습 반복 횟수를 작게할 

수 있었으며 전체 학습시간을 대폭 단축할 수 

있었다.

匚 서론

음성은 인간의 가장 자연스러운 의사소통의 

수단이며 음성에 의한 인간-기계의 인터페이스 

는 속도가 빠르고 특별한 훈련 없이도 이루어 

진다. 또한 컴퓨터 및 정보통신 기술의 발전으 

로 음성인식 기술은 중요한 연구과제가 되고 

있다

음성인식 방법에서 HMM은 화자의 개인차등 

에 다른 음성패턴의 변동을 통계적으로 처리한 

후 그 통계량을 확률적인 형태의 모델에 반영 

하여 인식하는 방법이다. 이 방법은 개인차나 

조음 결합 등의 영향으로 나타나는 음성 패턴 

의 변동이 보다 정확하게 반영되고 확률 통계 

론에 의한 이론적 전개가 용이하며, 음소나 음 

절 단위의 모델을 단어 • 문장 등의 단위로 쉽 

게 확장할 수 있는 장점이 있다. 그러나 모델의 

구조를 결정할 때 시행착오나 경험에 으존하는 

경우가 많고, 학습시에는 다량의 샘플데이터와 

계산능력이 필요하고 음성의 과도적인 정보를 

경시하는 경향 때문에 패턴의 시간적 상관 표 

현력이 부족한 결점이 있다

그러나 신경망은 화자의 차이 등으로 나타나 

는 스펙트럼의 변동을 네트워크의 연결강도로 

처리할 수 있고 한번에 많은 프레임의 데이터 
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를 입력할 수 있다. ⑶[4]

따라서 본 논문에서는 HMM과 신경망을 결 

합한 RBFN을 구성하였다. HMM으로 추정한 

확률분포 파라미터를 사용하여 중간층의 활성 

화 함수의 출력을 결정하고, 중간층과 출력층의 

연결강도만 네트워크 내에서 최급 하강법으로 

학습한다. 따라서 MLP에 비해 학습시간을 대 

폭 단출할 수 있다. 그리고 HMM으로 추정한 

확률분포 파라미터는 두 가지 방법으로 예측형 

RBFN에 이용한다. 첫 번째는 HMM의 각 상태 

의 혼합수 만큼의 중간층 유니트를 주는 방법 

이 고, 두 번째는 HMM의 혼합수 X출력 분포수 

만큼의 중간층 유니트를 주는 방법이다.

따라서 본 논문에서 제안한 RBFN의 인식성능 

은 HMM, MLP, Jordan 형 RNN, Elman 형 

RNN등의 방법과 비교하였다.

II. GPFN [5][6]

GPFN(Gaussian Potential Function Network) 

은 은닉층에 GPF(Gaussian Potential Function) 

라 부르는 유니트로 되어져 있다. X를 입력패 

턴으로 할 때 은닉층의 유니트 许는 다음과 

같이 정의한다.

叫=致 x,Pi) = e-</(x,Pi)/2 (1)

d (x,Pi) = d (x,m【，K1)

=(x — m')1 K' (x — m1) (2)

여기서, n?와 K‘는 각각 z 번째 GPF의 평균 

벡터와 공분산 행렬의 역행렬이다.d(x,n?,Ki) 

를 다시 전개하면 식(3)와 같다.

d (x',m', K1)
. (3)

=k'jk(.Xjmlk)

평균벡터 의 ，번째 요소, 灼는 역공분산

행 렬 K? 의 (顶，劫 번째 요소를 각각 나타낸다. 

盛 는 주변(Marginal) 표준편차，와 d 의 상 

관계수 & 로 나타낼 수 있다.

成=—强
，k机

(4)

여기서,，는 양의 실수이다.

써 = 1 , /= k 
hik < 1 ，그 외

그림 1에 3층 GPFN의 구조를 나타내었다. 

입력층과 출력층은 선형 유니트들로 구성되었 

으며, 은닉층은 GPF 를 발생하는 GPFU 

(Gaussian Potential Function Unit)로 구성되 

었다.

Output layer 

4,= 

如=£匕队

Hidden layer 

... -qYE"'.*),?
Input layer

Fig. 1 GPFN의 개략도.

(a) GPFN,

(b) 입 력층과 GPFU 사이의 연결

여기서 易는 입력벡터 X의 ，번째 요소, m'j 는
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GPFN의 가중치 출력들은 원하는 Potential 

field를 합성하기 위하H서 은닉층과 출력층 사이 

에 연결되어 더해진다. 顶번째 출력 유니트의 

출력치를 四로 하면

如= '泠 Wji<Pi (5)

로 된다.

이 네트워크를 학습하기 위해서는 역전파 학 

습법과 동일하게 오차함수에 최급하강법을 적 

용하고 교사패턴을 참조하여 파라미터를 갱신 

하는 것이다. 小번째 교사패턴의 오차함수 Ep 

를 식(6)으로 정의한다.

瓦产*-苴(上—。力(明))？ (6)

厶 7=1

여기서 M은 출력 유니트의 수, 如는 목표 값 

을 나타낸다.는 실제 출력 의，번째 요소를 

나타내고, nj 는，번째 출력 유니트의 전 파라 

미터에서 열벡터로 된다.

nj = [wj,mj, <;■ .h-]1 (7)

방향벡터 Jm-,，诚, 는 최

급 하강법으로 구해진다. 그리고 파라미터의 갱 

신규칙은

巧即二谚此+〃,山 (8)

로 된다. 〃는 학습률이다.

- 丿.번째 출력층과 /번째 GPFU 사이의

연결강도

厶心=—(、t厂也、)如 (9)

• 평 균벡 터 의，번째 요소

刼;=2品3-卽;孕 t厂饥)Wfc- (10)

。 주변 (marginal) 표준편차 品

(11)
如

。 用*에 대 한 공분산 계수 成

1 (为广-“")(：“一，威)

2 由4

•鸾旱4-席切花
(12)

m. RBFN
1. RBFN- I

RBFN-I은 음성의 각 구간에 대호H서 HMM 

의 각 상태에 대한 확률분포 파라미터인 평균 

과 공분산을 RBFN의 중간층에서 가우시안 활 

성화 함수 출력에 이용한다. 즉, HMM을 5상 

태 4출력분포, 혼합수 2로 하였을 때 음성 구간 

을 출력분포 수 만큼의 구간으로 나누고 각 구 

간마다 혼합수 만큼의 중간층 유니트를 가지게 

하는 것이다. 따라서 RBFN은 각 구간에서 중 

간층과 출력층 사이의 연결강도를 오차가 감소 

하도록 최급 강하법으로 학습한다. 이를 그림 2 

에 나타내 었다. 그러 므로 RBFN-I 은 GPFN처 

럼 가우시안 활성화 함수를 출력하기 위한 확 

률분포 파라미터를 추정하는 과정이 없기 때문 

에 학습시간을 대폭 단축할 수 있다.

Output Layer

1,2.... N-1 PDF
Mix」 Mix_2

Mean Mean
Cov. Cov.

Fig. 2 RBFN- I

令
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2. RBFN-II

RBFN-II는 음성의 각 구간에 대해서 HMM 

의 전체 상태에 대한 확률분포 파라미터, 즉 평 

균과 공분산을 RBFN의 중간층 가우시안 활성 

화 함수 출력에 이용한다. 즉, HMM을 5상태 4 

출력분포, 혼합수 2로 하였을 때 음성 구간을 

출력분포 수만큼의 구간으로 나누고 각 구간마 

다 출력분포수X혼합수 만큼의 중간층 유니트 

를 가지게 하는 것이다. 따라서 RBFN은 각 구 

간에서 중간층과 출력층 사이의 연결강도를 오 

차가 감소하도록 최급 하강법으로 학습한다. 이 

를 그림 3에 나타내었다.

그러므로 RBFN-II는 GPFN보다는 학습시간 

을 대폭 단축할 수 있지만 RBFN-I 보다는 학 

습시간은 더 소요된다.

Fig. 3 RBFN- n

IV. 실험 및 인식결과

실험에 이용된 음성 데이터는 단독 숫자음 

으로 ETRI의 샘돌이 데이터 중 "영, 일, 이, 

삼, 사, 오, 육, 칠, 팔, 구” 10개이며, 남성화 

자 20명이 4회 발성한 숫자음 중에서 처음 3 

회분은 학습용（600개）으로, 나머지 1회분은 

평가용（200개） 데이터로 사용하였다. 그리고 

표 1은 특징 파라미터를 추출하기 위한 분석 

조건들이다.

RBFN의 구조는 단독 숫자음에서 예측차수 

를 1차로 하여 입력층과 출력층은 유니트

표 1. 특징파라미터의 추출

Filtering LPF, 7kHz

A/D convert 16kHz, 16bit

Shifting Period 3.75ms

Window Length 16ms

Feature Parameter 10th order LPC Melcepstrum

수를 10개로 구성하여 한 프레임을 예측하도 

록 하였다. HMM은 혼합수를 2로 하고 상태 

수를 2〜7로 증가시키면서 각 상태에 대한 

확률분포를 구하고 이를 RBFN의 중간층의 

가우시안 활성화 함수 출력에 이용한다. 예측 

형 GPFN은 HMM을 이용하지 않으므로 중 

간층의 유니트 수를 5, 10, 15, 20개로 하였다.

[방법 1] Predictive GPFN

[방법 2] Predictive RBFN- I

[방법 3] Predictive RBFN- H

방법 1 은 HMM에 의해서 확률분포를 추정하 

지 않고 입력 데이터로부터 직접 확률분포를 

구하고 이를 네트워크내에서 학습에 의해 재추 

정한다. 그러면 학습에 의해서 각 구간에 대한 

확률분포가 추정되고, 중간층과 출력층 사이의 

연결강도를 구한다.

그리고 방법 2와 3은 HMM에 의해서 추정된 

확률분포 파라미터를 이용하기 때문에 네트워 

크에서는 이를 다시 추정하지 않고 중간층과 

출력층 사이의 연결강도만 각 구간마다 학습한 

다. 따라서 방법 2는 HMM의 각 상태에 대한 

확률분포를 이용하고, 방법 3은 전체 상태에 대 

한 확률분포를 이용하게 된다.

표 2는 방법 1, 2, 3으로 단독 숫자음에 대하 

여 실험한 인식결과이다. 그리고 그림 ‘4와 5는 

학습률과 상태수에 따른 RBFN- I 과 RBFN- D
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표 2. 단독 숫자음의 인식결과. [%]

방 법 학습 인식

HMM 100.0 99.0

MLP 98.0 96.0

J-RNN 98.5 97.5

E-RNN 98.7 98.0

GPFN 90.2 86.0

RBFN- I 94.0 92.5

RBFN-n 94.2 94.5

예 측 형 RBFN-II의 인 식 결 과

e也爹彩带的。.％%职旳* 腴。、颯<»• o <、• 3 2 2 2 2

학 습 를

의 인식결과이다. 평가용 데이터를 기준으로 예 

측형 GPFN은 상태수 7, 중간층 유니트의 수가 

20개일 때 86.0%로 가장 좋은 결과를 나타내었 

다. 그리고 RBFN-I 은 상태수가 4이고 학습률 

이 0.5일 때 92.5%로, RBFN-n 는 상태수가 4 

이고 학습률이 0.09일 때 94.5%로 가장 좋은 인 

식결과를 나타내었다. 이는 HMM의 99.0%과 

예측형 RNN의 Elman망에서의 인식률 98.0%, 

Jordan망에서의 인식률 99.0%보다 4.5~6.5%정 

도 낮은 인식성능을 나타내었다.[7] 그러나 예측 

형 RBFN이 다른 네트워크에 비호H서 학습횟수 

와 학습시간을 단축할 수 있었다.

次J  
咖
5
°

그림 4. 학습률에 따른 RBFN-I 의 인식결과

그림 5. 학습률에 따른 RBFN-II의 인식결과

V. 결 론
본 논문에서 제안한 예측형 RBFN은 HMM 

으로 추정한 확률분포 파라미터를 사용하여 중 

간층의 활성화 함수의 출력을 결정하고, 중간층 

과 출력층의 연결강도만 네트워크 내에서 학습 

한다. 그리고 HMM으로 추정한 확률분포 파라 

미터는 두 가지 방법으로 예측형 RBFN에 이용 

하였다. 첫 번째는 HMM의 각 상태의 혼합수만 

큼의 중간층 유니트를 주는 방법이고, 두 번째 

는 HMM의 혼합수 X출력분포수 만큼의 중간층 

유니트를 주는 방법이다.

실험결과에서 예측형 RBFN은 다른 방법들의 

결과보다 4.5~6.5% 저하된 결과를 보였다. 그 

러나 다른 신경망에 비해서 전체 학습시간을 

단축할 수 있었고 학습 반복 횟수를 10회로 작 

게 할 수 있는 장점이 있다

따라서 RBFN의 인식성능을 향상시키기 위해 

서 음성패턴의 시간적 상관관계를 보다 잘 표 

현할 수 있는 RBFN의 구조에 대한 연구와 학 

습 알고리즘에 대한 연구가 필요하다고 판단된 

다.

본 논문에서 제안한 RBFN은 HMM과 신경 

망의 결합이라고 하는 향후 가장 유효한 방법 

의 하나로 사료되며 화자 적응화 시스템으로 

확장할 수 있을 것으로 기대된다.
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